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RESUMO 

 

Considera-se a previsão de receitas de grande relevância para os tomadores de decisão, bem 

como para o planejamento. Quando se trata do campo de aplicação prática, voltado para o Setor 

Público, no que tange a esfera municipal, observam-se distorções entre os valores orçados e 

previsto, mesmo aplicando as regras previstas na legislação vigente. A questão tem sido 

investigada por pesquisadores com uma trajetória de avanços de métodos de regressão 

estatísticos e as aplicações de técnicas de aprendizagem de máquina, mas a problemática das 

divergências das previsões continua e a legislação exige justificativas. Neste contexto, faz-se 

necessário investigar se os efeitos preço e quantidade podem ser identificados por técnicas de 

aprendizagem de máquina e os erros de previsão das receitas poderiam ser mitigados se as 

variáveis fossem usadas pelo regime de competência do ingresso de recursos. Neste sentido, 

esta pesquisa tem o objetivo de realizar um estudo de caso, com os dados de São Luís, para 

escolher as variáveis que atendam as prerrogativas legais, adotando a metodologia CRISP-DM, 

por meio da comparação da lista de importância de algoritmos ensembles, Random Forests, 

Gradient Boosting e XGBoost, com um modelo combinado das abordagens de filtro com 

wrapper, submetendo-os aos mesmos algoritmos para escolher as variáveis com menores 

métricas de avaliação dentro de uma sequência de menores erros das receitas transferidas. No 

documento foram relatadas, como um comparativo de execução, as etapas e tarefas do CRISP-

DM em sua primeira iteração, utilizando os dados dos Portais da Transparência, no período de 

2010 a 2021. Nos resultados, comparou-se dois conjuntos de dados, um com todos os repasses, 

incluindo os valores extraordinários e outro com apena as cotas oficiais. O Modelo Combinado 

obteve, na maioria dos resultados, as melhores métricas, especialmente, nos repasses 

extraordinários, corroborando com o estado da arte que já consagra esta abordagem, mas a 

aplicação do teste de Friedman não descartou a hipótese nula, pois as métricas dos dois 

conjuntos não apresentaram diferenças significativas. Na modelagem a RNN foi complexa 

obteve a melhor métrica, todavia, com exceção dos recursos da Mineração, a diferença dos 

valores foi melhor em outros algoritmos e o teste de Fridman também não teve diferenças 

significativas. Como resposta a questão de pesquisa foi possível identificar com clareza o efeito 

quantidade nos dois conjuntos de dados, mas o do preço não foi tão evidente nos resultados, 

aparecendo mais quando se testou apenas as cotas oficiais. 

 

Palavras-chave: Previsão de Receitas pública, Transferências Constitucionais e Legais, 

Aprendizagem de Máquina; Seleção de variáveis; CRISP-DM.  



   

 

ABSTRACT 

 

Revenue forecasting is considered of great relevance for decision makers, as well as for 

planning. When it comes to the field of practical application, aimed at the Public Sector, 

regarding the municipal sphere, distortions are observed between the budgeted and predicted 

values, even applying the rules provided for in current legislation. The issue has been 

investigated by researchers with a history of advances in statistical regression methods and the 

application of machine learning techniques, but the problem of forecast divergences continues 

and legislation requires justification. In this context, it is necessary to investigate whether the 

price and quantity effects can be identified by machine learning techniques and whether 

revenue forecasting errors could be mitigated if the variables were used on an accrual basis 

for the inflow of resources. In this sense, this research aims to carry out a case study, with data 

from São Luís, to choose the variables that meet the legal prerogatives, adopting the CRISP-

DM methodology, by comparing the list of importance of ensembles algorithms , Random 

Forests, Gradient Boosting and XGBoost, with a combined model of the wrapper filter 

approaches, submitting them to the same algorithms to choose the variables with the lowest 

evaluation metrics within a sequence of lowest errors of the transferred recipes. The document 

reports, as an execution comparison, the steps and tasks of the CRISP-DM in its first iteration, 

using data from the Transparency Portals, in the period from 2010 to 2021. In the results, two 

sets of data were compared, one with all transfers, including extraordinary amounts and 

another with only official quotas. The Combined Model obtained, in most of the results, the best 

metrics, especially in the extraordinary transfers, corroborating with the state of the art that 

already enshrines this approach, but the application of the Friedman test did not discard the 

null hypothesis, since the metrics of the two sets showed no significant differences. In the 

modeling, the RNN was complex and obtained the best metric, however, with the exception of 

the Mining resources, the difference in values was better in other algorithms and the Fridman 

test also did not have significant differences. As an answer to the research question, it was 

possible to clearly identify the quantity effect in both sets of data, but the price effect was not 

so evident in the results, appearing more when only the official quotas were tested. 

 

Keywords: Public Revenue, Constitutional and Legal Transfers, Machine Learning; Deep 

Learning; CRISP-DM.  
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1 INTRODUÇÃO 

Desde os anos 1800, em que estatísticos investigavam a previsão da órbita ao redor do 

sol (IZBICKI e SANTOS, 2020, p. 3), até a divulgação das aplicações de Aprendizagem de 

Máquina (AM), como o reconhecimento de caracteres e o filtro de spam, a história foi marcada 

por uma trajetória de avanços na computação que impulsionaram os da Ciência de dados 

fomentando a conversão de grandes volumes de dados em informações com o intuito de apoiar 

a tomada de decisões com previsões (PETROPOULOS, APILETTI, et al., 2022, p. 710; 

PARMEZAN, SOUZA e BATISTA, 2019, p. 303). Assim, a análise de séries temporais com 

diagnóstico do comportamento do passado para prever o futuro, embasada em muitas métricas 

de desempenho, ganhou visibilidade (GÉRON, 2021, p. 7). E, sob a ótica preditiva, métodos de 

regressão de AM foram disseminados com o objetivo de fornecer, em diversos contextos, os 

que apresentem bons estimadores para determinar a relação entre as variáveis aleatórias, 

visando estimar uma função de regressão com risco baixo (IZBICKI e SANTOS, 2020, p. 12). 

De acordo com Petropoulos e outros autores (2022, p. 710), o campo da previsão 

registrou um grande crescimento, com destaque para a combinação de diversos métodos, entre 

os paramétricos e os que não são, desde que seus erros não sejam correlacionados. Os 

pesquisadores ainda enfatizam que é essencial verificar a natureza dos atributos em previsões 

multivariadas, principalmente em aplicação com cenários econômicos, requerendo variáveis 

explicativas com relevância. Todavia, ao discorrerem sobre aplicação no orçamento 

governamental, no âmbito internacional, os pesquisadores informam que há um direcionamento 

para desenvolver sistemas de monitoramento de finanças públicas de curtíssimo prazo, com 

dados anuais. Eles criticam o viés tendencioso das metas políticas e a retenção de informações 

privilegiada que poderiam melhorar a previsão; concluem que nesta área possuem um grande 

desafio: a ausência de um sistema capaz de produzir previsões consistentes entre os países 

(PETROPOULOS, APILETTI, et al., 2022, p. 774). 

No Brasil, a Carta Magna instituiu os instrumentos orçamentários com o intuito de 

padronizar e sistematizar o orçamento público (NAIBERT, 2021, p. 14). Destarte, com fulcro 

no Art. 165 da CF/88, estas ferramentas estimam as receitas e fixam as despesas (BRASIL, 

1988). [...]. Assim, as receitas são estimadas porque os tributos arrecadados (e outras fontes) 

podem sofrer variações ano a ano, enquanto as despesas são fixadas para garantir que o 

 (BRASIL, CGU, s.d.). 

Com o advento da Lei de Responsabilidade Fiscal (LRF), o órgão responsável para 
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orientar a estimativa das receitas é a Secretaria do Orçamento Federal (SOF), sendo a 

metodologia especificada em seu artigo 12 (BRASIL, 2000). Assim, os procedimentos, no 

estágio de previsão, devem projetar as receitas do período seguinte refletindo o comportamento 

da arrecadação delas, auxiliada por modelos estatísticos e matemáticos (BRASIL; SOF, 2021a). 

Todavia, quando se comparam os valores inicialmente orçados com os executados 

mensalmente1, observam-se altas distorções nos valores das receitas transferidas, pela Tabela 

1, tendo períodos com subestimação entre 13% a 317%, e 39% de uma superestimação. 

Tabela 1 - Comparativo da execução financeira e orçamentária inicial das Receitas Transferidas, em São Luís 

 
Fonte: Elaborada pela Autora com base no Decreto de Execução Orçamentária (SÃO LUÍS-MA, 2021a, p. 11-14) 
e no Balancete da Receita (SÃO LUÍS-MA, 2021b). 
Nota: Receitas com siglas populares do Portal da Transparência, valores acumulados de janeiro a agosto/2021. 

Tal ocorrência, corrobora para o entendimento, no exemplo em comento, que se torna 

imprescindível revisar as metodologias utilizadas. Haja vista que a norma jurídica direcionada 

a todos os Entes Federados2 exige a elaboração de um relatório de avaliação bimestral contendo, 

dentre outras informações, a revisão da estimativa das receitas e dos seus parâmetros, uma vez 

que as divergências podem ocasionar o contingenciamento das despesas (BRASIL, 2021c, p. 

46-47; BRASIL, 2000). 

Neste contexto, o presente estudo visa automatizar a comparação da performance de 

previsão das receitas, mensalmente, adotando métodos paramétricos e não paramétricos, 

seguindo o Processo Padrão da Indústria CRoss para Mineração de Dados (CRISP-DM, do 

inglês: Cross Industry Standard Process for Data Mining) (WIRTH e HIPP, 2000). Em 

especial, a comparação dos métodos de seleção de variáveis que sejam mais relevantes para a 

estimativa das peças orçamentárias, em atendimento às prerrogativas legais dos efeitos da 

variação do índice de preços e do crescimento econômico, elegendo o modelo mais adequado 

para cada receita, baseando-se nas menores métricas de erros, usando os dados de 2010 a 2021 

dos portais da transparência de São Luís (BRASIL, 2000). 

1.1 PROBLEMA 

Considerando que a SOF determina as diretrizes metodológicas de previsão das receitas 

 
1 Usando como exemplo os dados já migrados da Capital do Maranhão, São Luís. 
2 no art. 9º e  §4º do art. 55 da LRF (BRASIL, 2000), no §3 da CF (BRASIL, 1988st), 
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(BRASIL; SOF, 2021b), faz mister a análise dos dados e seus relacionamentos com as variáveis 

que podem influenciar o comportamento das receitas, em atendimento à legislação vigente 

(BRASIL, 2000). Destarte, percebendo-se o mérito, a magnitude e a relevância da previsão das 

receitas orçamentárias para a esfera municipal, este estudo trouxe à baila o seguinte problema: 

Qual o método e as variáveis aplicados a previsão das receitas, no âmbito municipal, 

atendendo aos ditames da legislação, gerariam menos distorções percentuais entre orçado e 

executado? 

1.2 JUSTIFICATIVA 

O referido problema envolve um tema bastante complexo, com várias legislações tanto 

para a formalização das informações quanto para a arrecadação e repasse de cada receita, bem 

como a disponibilização dos dados que se encontram em diversas fontes e formatos (BRASIL, 

1988; 2000; 2021a; 2021b; 2021c; TCU, 2021d; CGU, s.d.). Nesta perspectiva, como se trata 

de uma tarefa de extração, tratamento e predição cujo alvo é encontrar um modelo em função 

dos dados disponíveis para projetar o valor de cada receita, optou-se por usar as técnicas de 

AM, as quais lidam, amplamente, com tal problemática (MAKRIDAKIS, SPILIOTIS e 

ASSIMAKOPOULOS, 2022, p. 11; SEKAR, 2022, p. 43,61; GÉRON, 2021, p. 6-7; 

ACKERMANN e SELLITTO, 2022, p. 12; SAMPAIO, BERNARDINI, et al., 2019, p. 82; 

PARMEZAN, SOUZA e BATISTA, 2019, p. 303;332;335).  

Norteando-se pelo teorem no free-lunch (traduzindo, não existe almoço grátis) de 

David Wolpert (1996 apud SAMPAIO, BERNARDINI, et al., 2019, p. 83,88-89; apud 

GÉRON, 2021, p. 27) que defende a inexistência de um único algoritmo que seja o melhor para 

todas as situações, tornando-se imperativa a realização de experimentos para verificar aquele 

que apresentar melhor resultado de predição por intemédio de um processo de avalição e de 

conhecimento do domínio de aplicação. Aproveitando o ensejo, entende-se que a metodologia 

adequada seja , relativamente claro, e 

dados que já foram coletados e estão disponíveis para processamento computacional 

3 (MARTÍNEZ-PLUMED, CONTRERAS-OCHANDO, et al., 2021, p. 3050), 

direcionando-se para a escolha do CRISP-DM, considerado, mesmo depois de 20 anos, 

confiável, simplificado, de uso popular na prática, na indústria e na pesquisa que independe do 

setor de aplicação (SCHRÖER, KRUSE e GÓMEZ, 2021, p. 527,529; MARTÍNEZ-PLUMED, 

 
3 Texto original:  

 (MARTÍNEZ-PLUMED, CONTRERAS-OCHANDO, et al., 2021, p. 3050). 
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CONTRERAS-OCHANDO, et al., 2021, p. 3051; HARRISON, 2020, p. 22). 

Assim, motivando-se pela sugestão dos trabalhos futuros de Carmo, Boldt e Komati, 

(2019, p. 128) e por publicações na literatura cuja conclusão afirma que há um 

 (AGUIAR, 2018, p. 

11). Concordando com Petropoulo e outros autores (2022, p. 775), entende-se que há poucas 

publicações voltadas para o estudo de métodos de AM em previsão de receitas públicas, e 

menos ainda com a proposta de seleção de variáveis para as Receitas Transferidas municipais4. 

Outrossim, por se tratar de um Mestrado Profissional, além de colaborar com o 

preenchimento desta lacuna, buscou-se fornecer um guia simplificado para técnicos e 

profissionais interessados no tema, na construção de datasets e em modelos preditivos para suas 

aplicações. Considerando as nuances específicas desta área, mediante disponibilização dos 

artefatos produzidos nesta pesquisa, tornando-se um diferencial, possibilitando a replicação, 

ampliação ou melhoria da previsão de receitas no setor público. 

Ademais, buscou-se fazer uma aplicação das técnicas de AM a um problema do mundo 

real, uma alternativa para apoiar a implantação das regras da SOF para a LRF, com o intuito de 

contribuir com a disseminação das técnicas de AM no setor público, especialmente pelo fato de 

ser um tema relevante neste momento em que se vivencia uma volatilidade econômica 

(CARMO, BOLDT e KOMATI, 2019). Haja vista que alguns autores (NAIBERT, 2021; 

LIMA, LUI, et al., 2020; PAMPLONA, FIIRST, et al., 2019), em seus debates sobre 

orçamento, enfatizam que é notória a carência de mão de obra técnico-administrativa 

capacitada, na esfera municipal, para elaboração dos instrumentos orçamentários. 

Corroborando com os argumentos destes autores, das 8 capitais que aceitaram participar deste 

estudo, em resposta ao questionário5 disponibilizado ao Grupo de Trabalho responsável pela 

Contabilidade Aplicada ao Setor Público (GT-8) da Associação Brasileira das Secretarias de 

Finanças das Capitais (ABRASF), apurou-se que apenas duas ofertam cursos de capacitação 

relacionados à previsão das receitas públicas (Estatística) e não há registro de convênio com 

Universidades para tal finalidade. Ratificando a lacuna levantada pelos autores (capacitação), 

nestas Capitais, reforça-se a necessidade de propostas como a do presente estudo, pois, no 

 
4Discutido no tópico 3 TRABALHOS CORRELATOS. 
5Elaborado no GoogleForms, cópia no APÊNDICE A e disponível em: https://docs.google.com/forms/d/e/1FAIpQLSewulBw3Os8-
58q0jDKy9VxSDBKKHRpk1_Z70N0ivWVy2-33w/viewanalytics.  
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referido questionário foi informado que apenas uma possui um sistema de projeção de receitas. 

Por fim, enfatiza-se que a previsão de receitas públicas é uma questão de suma 

importância para o ente federado cujos reflexos atingem toda a população

controle social e interesse público, [...] além de contribuir para corrente teórica na 

 (PAMPLONA, FIIRST, et al., 2019, p. 93), 

uma vez que as políticas públicas estão sujeitas ao montante estimado para atender as 

necessidades de financiamento dos governos (BRASIL; SOF, 2021a; PAMPLONA, FIIRST, et 

al., 2019, p. 94). 

1.3 QUESTÕES DE PESQUISA 

Norteando-se pelo problema, duas questões foram levantadas relacionadas a seleção de 

variáveis e o agrupamento delas por competência: 

a) Q01: Os efeitos preço e quantidade da LRF podem ser identificados pelos métodos 

de AM, com possibilidade de respaldar as justificativas das peças orçamentárias, no 

que tange a utilização de metodologias? 

b) Q02: A predição das receitas deve considerar as variáveis pelo regime de 

competência trazendo-as para o períodos do fato gerador de cada receita transferida? 

1.4 OBJETIVOS 

Para responder as perguntas e averiguar se há uma solução ou mitigação do problema 

comentado na justificativa, o objetivo geral e específicos são descritos nos subitens a seguir. 

1.4.1 Objetivo Geral 

Realizar um estudo em 8 Capitais para a escolha das variáveis que atendam as 

prerrogativas dos efeitos preço e quantidade da LRF, no que tange a possíveis descobertas de 

qualquer outro fator relevante de impacto para estimativa das peças orçamentárias, nos 

horizontes dos ditames legais, adotando métodos estatísticos clássicos e técnicas de AM. 

1.4.2 Objetivos Específicos 

a) Identificar as variáveis que impactam na execução de cada receita usando técnicas 

de seleção de variáveis baseada na importância e modelos combinados; 

b) Elaborar um comparativo dos modelos com previsão de cada receita por peça 

orçamentária utilizando modelos estatísticos clássicos e de AM;  
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c) Disponibilizar os códigos para teste e uso em outras capitais com o intuito de 

disseminar IA e suas técnicas de AM ao setor público. 

1.5 ESTUDO DO MÉTODO 

Esta seção foi dividida em duas subseções com o intuito de caracterizar a metodologia 

que será utilizada e os procedimentos metodológicos para o planejamento de como alcançar os 

objetivos. 

1.5.1 Metodologia de Pesquisa 

No contexto científico, tanto Gil (2017) quanto Wazlawick (2021) concordam que a 

pesquisa pode ser classificada em função de diferentes critérios de finalidade, objetivos e 

abordagem do problema. Sob o ponto de vista da finalidade, esta pesquisa será do tipo aplicada, 

uma vez que estará voltada a averiguar qual o método e as variáveis, aplicadas à problemática 

das distorções percentuais entre os valores orçados e executados das receitas pública, visando 

a resolução ou mitigação de 

 (GIL, 2017, p. 32). 

Em se tratando do objetivo mais geral, adotar-se-á uma mescla na abordagem entre 

descritiva e exploratória. Como descritiva, o foco paira sobre o levantamento dos dados 

(WAZLAWICK, 2021, p. 43), assim como em descobrir a existência de associações entre 

variáveis, estando bem próxima de uma pesquisa explicativa, no que tange a identificação dos 

efeitos preço e quantidade da LRF associados a seleção de variáveis (GIL, 2017, p. 32). Quanto 

ao enfoque exploratório, relacionou-se à apreciação do conjunto das receitas, investigando 

possíveis anomalias conhecidas ou não (WAZLAWICK, 2021, p. 42). 

Ao se tratar da abordagem do problema a pesquisa teve um cunho de delineamento 

incorporado, tanto quantitativo quanto qualitativo (GIL, 2017, p. 113). Mas, a predominância 

foi quantitativa ao se utilizar procedimentos estatísticos e técnicas de AM para responder à 

questão do estudo de caso. Contudo, ao se utilizarem os questionários, com o intuito de 

subsidiar um diagnóstico inicial de cada capital, incorporam-se elementos qualitativos. 

1.5.2 Procedimentos Metodológicos 

Quanto aos procedimentos técnicos será um estudo de caso, seguiram-se as etapas da 

metodologia CRISP-DM apoiando-se na revisão sistemática de literatura inglesa de Schröer, 
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Kruse e Gómez (2021) os quais afirmam que é o padrão em ciência de dados, sendo 

popularmente utilizado nas pesquisas e na prática (SEKAR, 2022). 

Em termos do estudo, a população abrangida compreende uma amostra de São Luís, 

capital do Maranhão. Todos os dados utilizados serão obtidos dos portais da transparência das 

três esferas governamentais e publicações nos diários oficiais, o que em alguns casos pode-se 

utilizar técnicas de web scraping e crawling, mas em outros far-se-á mister solicitá-los por e-

mail, salvos em planilhas eletrônicas, arquivos do tipo "Valores separados por um delimitador", 

no inglês "Character-separated values" (CSV) ou mesmo acessando uma Interface de 

Programação de Aplicação, do Inglês Application Programming Interface (API). Portanto, não 

envolvem informações sigilosas, uma vez que lidam com dados pormenorizados sobre a 

execução orçamentária e financeiros, disponibilizados em meios eletrônicos de acesso público 

(BRASIL, 2009). 

As receitas escolhidas foram as transferências correntes especificadas na subseção 2.1.1. 

O intervalo escolhido foi definido pela disponibilidade dos dados, abrangendo de 2010 a 2021, 

com a padronização de periodicidade mensal, entre variáveis, receitas efetivamente executadas 

e sua previsão orçamentária inicial do ano de 2021. Os resultados serão apresentados às 8 

Capitais que farão sua avaliação por intermédio de um outro questionário. 

1.6 ESTRUTURA DO DOCUMENTO 

O presente documento está estruturado em 6 partes, incluindo esta introdução. Sendo 

que, no capítulo 2, foi apresentada a fundamentação teórica descrevendo os elementos básicos 

relacionados com as Receitas Públicas e os seus métodos de previsão, discorrendo sobre os 

paramétricos e os de AM, bem como a seleção de variáveis, com o intuito de embasar os 

principais assuntos envolvidos na solução do problema. No capítulo 3, relataram-se os trabalhos 

correlatos para fins de comparação e complementação da abordagem do tema. Já no capítulo 4, 

a finalidade foi registrar como as fases do CRISP-DM ocorreram, desde a compreensão do 

negócio, preparação e implementação dos dados. O capítulo 5 foram agrupados os resultados 

obtidos na primeira iteração, decorrente da avaliação dos testes na escolha da seleção de 

variáveis, da implementação da API e dos modelos de AM. E por fim, no capítulo 6 as 

considerações finais e os trabalhos futuros.   
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2 FUNDAMENTAÇÃO TEÓRICA 

Este capítulo teve o intuito de organizar o embasamento teórico para a proposta da 

qualificação norteando-se pelos principais assuntos que envolvem os objetivos fixados. Assim, 

foram abordadas as receitas públicas, seu conceito e classificação, abrangendo as transferências 

correntes, destacando as mais relevantes, bem como seus métodos de previsão e horizonte 

temporal. Com o mesmo enquadramento, discorre-se sobre os métodos paramétricos e não 

paramétricos, as técnicas de seleção de variáveis, finalizando com a metodologia CRISP-DM. 

2.1 RECEITAS PUBLICAS 

De acordo com a SOF, as receitas públicas são recursos financeiros que ingressam nos 

cofres públicos e, quando representam a disponibilidade de recursos financeiros para o erário, 

são divididas em receitas orçamentárias e extraorçamentárias (BRASIL, SOF, 2022). Em se 

tratando de ingresso das receitas públicas nos cofres do Ente, a receita orçamentária é uma fonte 

de recursos utilizada pelo Estado em seus planos e ações, cuja finalidade principal é atender às 

necessidades públicas e sociais, à vista disso, o art. 57, da Lei nº 4.320, determina a 

obrigatoriedade de classificar as receitas arrecadadas como orçamentárias, mesmo que não 

estejam previstas na Lei Orçamentária Anual (LOA) (BRASIL, 1964). Para a prática cotidiana, 

Albuquerque, Medeiros e Silva (2013, p. 177) lecionam que tais ingressos devem ser 

classificado sob a seguinte ótica. 

1) Categoria econômica/natureza, identificando origens; 

2) Fonte/destinação de recurso, especificado a vinculação; e 

3) Indicador de resultado primário, verificando o impacto fiscal (ALBUQUERQUE, 

MEDEIROS e SILVA, 2013, p. 177). 

No que tange à identificação da origem das receitas, na mesma lei, nos termos do art. 

8º, estabelece-se a utilização de uma codificação decimal (BRASIL, 1964). Deste modo, a 

codificação por natureza torna-se a unidade básica de informação para alocação orçamentária, 

a qual busca refletir de forma transparente o fato gerador que originou o ingresso dos recursos 

no caixa, alinhando-se aos eventos econômicos (BRASIL, MINISTÉRIO DA FAZENDA, 

2007). Por esse motivo, foi estabelecida uma codificação estruturada em níveis que é 

normatizada por meio de portarias interministeriais da Secretaria do Tesouro Nacional (STN) e 

da SOF (BRASIL, SOF, 2022). Esta codificação atualmente é composta por oito dígitos cujas 

posições estão especificadas no Quadro 1. 
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Quadro 1 - Estrutura da codificação da receita por dígito e significado 

DÍGITO: 1º 2º 3º 4º a 7º 8º 
SIGNIFICADO: Categoria 

Econômica 
Origem Espécie Desdobramentos para identificação 

de peculiaridades da receita (rubrica) 
Tipo 

Fonte: Adaptado de BRASIL, SOF (2022). 

No mesmo dispositivo, em seu art. 11, ao estabelecer o processo de classificação por 

categoria econômica, dividiu-se em corrente e de capital e instituiu-se o detalhamento da 

origem, contemplado no Quadro 2 com a devida codificação (BRASIL, 1964). 

Quadro 2 - Classificação econômica da receita orçamentária 

Categoria Econômica (1º Dígito) Origem (2º Dígito) 

1. Receitas Correntes; 
7. Receitas Correntes Intraorçamentárias. 

1. Impostos, Taxas e Contribuições de Melhoria; 
2. Contribuições; 
3. Receita Patrimonial; 
4. Receita Agropecuária; 
5. Receita Industrial; 
6. Receita de Serviços; 
7. Transferências Correntes; 
9. Outras Receitas Correntes. 

2. Receitas de Capital; 
8. Receitas de Capital Intraorçamentárias. 

1. Operações de Crédito; 
2. Alienação de Bens; 
3. Amortização de Empréstimos; 
4. Transferências de Capital; 
9. Outras Receitas de Capital. 

Fonte: Adaptado de Brasil, SOF (2022). 

Quanto à classificação por fonte e destinação de recurso visam ao atendimento da 

especificação da vinculação do ingresso dos recursos por imposição do parágrafo único6 do art. 

8º, combinado com o inciso I7 do art. 50 da LRF (BRASIL, 2000). Deste modo, pode-se 

interpretar que os balanços, ou mesmo os relatórios disponibilizados nos sites da Transparência 

dos Governos apresentam classificações analíticas e sintéticas, as quais precisam ser 

linearizadas para evitar duplicações. Outrossim, compreende-se que para a previsão das receitas 

o tratamento deve ser individualizado. 

2.1.1 Transferências Correntes 

Em cumprimento à determinação constitucional, ordenamento legal ou voluntário 

instituem-se as transferências de recursos intergovernamentais, caracterizadas por transações 

ocorridas entre esferas distintas de governo (BRASIL, SOF, 2022; MINISTÉRIO DA 

 
6 Parágrafo único. Os recursos legalmente vinculados a finalidade específica serão utilizados exclusivamente para atender ao objeto de sua 
vinculação, ainda que em exercício diverso daquele em que ocorrer o ingresso. (BRASIL, 2000). 
7 I - a disponibilidade de caixa constará de registro próprio, de modo que os recursos vinculados a órgão, fundo ou despesa obrigatória fiquem 
identificados e escriturados de forma individualizada; (BRASIL, 2000). 
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FAZENDA, mar. 2016, p. 4).

Gráfico 1 - Composição das receitas no orçamento do município de São Luís/MA

Fonte: Elaborado pela Autora (2023) com base no Balancete da Receita (SÃO LUÍS-MA, 2021b)8.

Ainda sob a ótica da STN, o tema das transferências fiscais é considerado de difícil 

compreensão tanto para os cidadãos quanto para os que estão envolvidos no contexto (BRASIL, 

SOF, 2022). Cada uma das receitas possui particularidades distintas: legislação, cálculos de 

coeficiente para distribuição e periodicidade, dentre outras nuances. Para ilustrar a importância 

e relevância das Receitas Transferidas, como um exemplo, produziu-se o Gráfico 1, em que a 

hegemonia das Transferências Correntes impera com 58%, dentre elas identificam-se que 53% 

contemplam as Transferências da União (32%) e do Estado (21%)8.

Quando se detalham os 58% das transferências da União e do Estado, ao nível do 

Manual Técnico de Orçamento (MTO)da SOF (BRASIL, SOF, 2022), chega-se a conceber o 

Gráfico 2, no qual é perceptível a importância de algumas transferências em detrimentos de 

outras, motivo pela qual a elas tendem a ter mais destaque do que as demais.

8 Nota: Os valores foram totalizados de janeiro de 2010 a agosto de 2021, a conta dedutiva não foi descontada nas suas receitas originárias, 
com exceção do Fundo de Manutenção e Desenvolvimento da Educação Básica e de Valorização dos Profissionais da Educação (FUNDEB) 
sacado das transferências da União e dos Estados que foram deduzidos nas Transferências Multigovernamentais.
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Gráfico 2 Decomposição das Receitas de Transferências Correntes do município de São Luís/MA

Fonte: Elaborado pela Autora (2023) com base no Balancete da Receita ( (SÃO LUÍS-MA, 2021b))8.

Destarte, fica evidente a importância desta pesquisa de previsão das Receitas 

Transferidas ao Município, dada a sua dependência financeira por estes repasses. Por esse 

motivo as Receitas transferidas escolhidas para este trabalho foram: Fundo de Participação dos 

Municípios (FPM), Compensação Financeira de Recursos Minerais aos Municípios produtores

(CFEM) e sua variante que distribui 15% da CFEM aos Municípios não produtores afetados 

por atividades de Mineração (CFEM AFETADOS), Fundo Especial de Petróleo (FEP), Imposto 

sobre Circulação de Mercadorias e prestação de Serviços de transporte interestadual e 

intermunicipal e comunicação (ICMS), Imposto sobre a Propriedade de Veículos Automotores

(IPVA) e Imposto sobre Produtos Industrializados das Exportações (IPI-EXP).

2.1.2 Método de previsão das receitas públicas

De acordo com orientações da SOF, a previsão das receitas constitui um estágio ou etapa 

alinhada aos fenômenos econômicos (BRASIL; SOF, 2021a; BRASIL, MINISTÉRIO DA 

FAZENDA, 2007; PAMPLONA, FIIRST, et al., 2019, p. 94; ALBUQUERQUE, MEDEIROS 

e SILVA, 2013, p. 199) cujos horizontes temporais, nos termos do Art. 12 da LRF, devem 

alcançar 2 anos subsequentes. Todavia, quando se combina com o Art. 13, o qual constitui a 

obrigatoriedade de seguir metas bimestrais com as receitas desdobradas em sua classificação (

(BRASIL, 2000; ALBUQUERQUE, MEDEIROS e SILVA, 2013, p. 201), a granularidade de 

previsão passa a ser mensal, estratificada por receita em atendimento aos ditames dos Arts. 8º 

(cronograma de execução mensal de desembolso) e 9º (execução de metas bimestrais)

(BRASIL, 2000; ALBUQUERQUE, MEDEIROS e SILVA, 2013, p. 313).

Compreendida a granularidade do horizonte temporal de previsão, faz-se mister 

comentar a equação [ 1 ] projetada pela SOF para estimativas de receitas dos Órgãos da 
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Administração Públicas (BRASIL, MINISTÉRIO DA FAZENDA, 2007; SILVA, SHIAKU, et 

al., 2018, p. 94; ALMEIDA e FERREIRA, 2018, p. 28; PAMPLONA, FIIRST, et al., 2019, p. 

95). 

 

 [ 1 ] 

 

Corroborando para o entendimento das legendas da equação [ 1 ], Albuquerque, 

Medeiros e Silva (2013, p. 201) instruem que, excluindo o efeito legislação (fora do escopo 

deste estudo)9 e a variação dos erros, os demais estão intimamente ligados aos indicadores 

econômicos que influenciam na arrecadação de cada tributo. Para uma visão mais holista do 

assunto uma consulta a Duarte e outros autores (2021, p. 173-199) ou Black (2015). Ainda 

sobre a equação [ 1 ], alguns auto/res (SILVA, SHIAKU, et al., 2018, p. 442; PAMPLONA, 

FIIRST, et al., 2019, p. 95) alegam que a SOF não detalha, muito menos elucida como devem 

ser aplicadas as variações. 

Ainda sob a ótica da STN, o tema das transferências fiscais é considerado de difícil 

compreensão tanto para os cidadãos quanto para os que estão envolvidos no contexto. Em 

função disto, foi criado, em 2014, o Grupo de Trabalho Transferências da União 

objetivo de desenvolver um ambiente centralizado e integrado que consolidasse as informações 

sobre as transferências de recursos financeiros da União [...] a fim de promover a 

, culminando em uma 

melhor sistematização da classificação e organização da legislação sobre o assunto (BRASIL, 

MINISTÉRIO DA FAZENDA, mar. 2016, p. 7). 

2.1.3 Transferência da união específica e de suas entidades 

A partilha da arrecadação de receitas federais é prevista na Constituição nos arts. 157 

ao 162, com o propósito de 

promover o equilíbrio socioeconômico  (BRASIL, s.d.). Para tal 

atribuição,  

 
9 Tendo como exemplos recentes (PROQUE, BETARELLI JUNIOR, et al., 2021). 
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Cabe ao Tesouro Nacional, em cumprimento aos dispositivos constitucionais, efetuar 
as transferências dos recursos aos entes federados, nos prazos legalmente 
estabelecidos. No caso do Fundeb, compete ao Fundo Nacional da Educação (FNDE), 
entidade do Ministério da Educação, realizar os repasses, na condição de agente 
daquele fundo. Em relação aos Fundos de Participação (FPE e FPM), compete ainda 
ao Tesouro Nacional divulgar aos estados e municípios as previsões de receita e os 
valores liberados com as respectivas bases de cálculo. (BRASIL, s.d.). 

Assim como os Governos Estaduais, a STN também veicula, em seu site, os 

comunicados descendias para os repasses das Cotas Parte do FPM e do IPI-EXP. A 

transparência da consumação do depósito é informada pelo Agente Financeiro, o qual, 

porquanto, disponibiliza, em seu, um sistema de consultas dos Documentos de Arrecadação de 

Receitas Federais, reunidos no ANEXO D. 

2.1.3.1 FPM 

O FPM é uma transferência constitucional estabelecida no Art. 159, inciso I, alíneas "b", 

, da CF (BRASIL, 1988st). Por ser um repasse da União para os Estados e o Distrito 

Federal, é composto pela arrecadação do Imposto de Renda (IR) e do Imposto sobre Produtos 

Industrializados (IPI), conforme distribuição da Tabela 2, cuja periodicidade do repasse do 

valor principal, é transferida em decêndios subsequentes ao seu período de arrecadação 

(CONFEDERAÇÃO NACIONAL DE MUNICÍPIOS (CNM), 2016). 

Tabela 2 - Percentual de repasses dos recursos do FPM aos Municípios 

Descrição Repasse 
Participação Percentual 

Periodicidade do Repasse 
IR IPI 

 22,50% 22,50% Lei Complementar 62/89, disciplina os repasses decendiais de 
todos os meses. 

FPM EC-55/07 do art. 
 

1,00% 1,00% Emenda Constitucional 55, de 2007, estabeleceu um repasse no 1º 
decêndio de dezembro de cada ano. 

FPM EC-84/14 do art. 
 

1,00% 1,00% Emenda Constitucional 84, de 2014, estabeleceu um repasse no 1º 
decêndio de julho de cada ano. 

FPM EC-112/2021 do 
 

1,00% 1,00% Emenda Constitucional 112, de 2021, estabeleceu um repasse no 
1º decêndio de setembro de cada ano 

TOTAL 24,50% 24,50% 
 

Fonte: Adaptado de CNN (2016, p. 27). 

O cálculo do montante da transferência do FPM, de acordo com o percentual da Tabela 

2, é feito somando a arrecadação bruta (AB) do período de IR com IPI, subtraindo-se as 

deduções (DE) de restituições, incentivos fiscais e chega-se a arrecadação líquida (AL), da qual, 

para as Capitais separa-se 10% para partição (CONFEDERAÇÃO NACIONAL DE 

MUNICÍPIOS (CNM), 2016, p. 27; BRASIL, 1989a). 
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 [ 2 ] 

 

 

Norteando-se pelas regras do Código Tributário Nacional (CTN) e do Decreto-Lei n.º 

1.881/81, utiliza-se para o cálculo do Coeficiente Individual do FPM (CIFPM) o índice inverso 

da Renda per capita do Estado para as Capitais (CIRPe) e o relativo ao total da população das 

Capitais (CPe), de 3 anos anteriores e sua população com 2 anos, conforme a equação [ 2 ] 

(BRASIL, 1989a; 1981; CONFEDERAÇÃO NACIONAL DE MUNICÍPIOS (CNM), 2016, p. 

27). 

2.1.3.2 CFEM 

A CFEM foi instituída pela Lei Federal 7.990/1989 em repasses mensais, consiste nas 

compensações financeiras para os Estados e Municípios pelo resultado da exploração de bens 

finitos, como o petróleo ou gás natural, bem como da exploração de recursos hídricos para fins 

de geração de energia elétrica, de recursos (BRASIL, 1989b). Com o advento das recentes 

alterações na legislação, este recurso foi dividido em CFEM do Produtor, cujos Municípios 

recebem da AL recebem 60%, e CFEM AFETADOS, em que 15% é distribuída aos demais que 

são afetados pelas atividades de mineração que envolvam infraestruturas de transporte 

ferroviário e dutoviário, operações portuárias e onde se localizem pilas estéril, as barragens de 

rejeitos, bem como as instalações de beneficiamento de minerais (BRASIL, 1989b; 2017; 2018; 

CONFEDERAÇÃO NACIONAL DE MUNICÍPIOS (CNM), 2016, p. 47). Para maiores 

detalhes das distribuições, deve-se consultar o site da Agência Nacional de Mineração que 

disponibiliza os critérios por ano. 

2.1.3.3 FEP 

Segundo ensina a CNM sobre a Lei 7.453/1985, este Fundo distribui parte dos royalties 

de mar a todos os Estados e Municípios. Sendo destinados mensalmente aos Municípios 80% e 

20% aos Estados, tendo como critério de partilha o CIFPM (BRASIL, 2012; 1985; 

CONFEDERAÇÃO NACIONAL DE MUNICÍPIOS (CNM), 2016, p. 54). Este repasse foi e 

continua sendo palco de constantes debates e contestações por parte dos Municípios Produtores 

de Petróleo, no que se refere a distribuição deste recurso, com propostas até de extinção. 

2.1.4 Transferências dos Estados 

As transferências de competência do Governo do Estado, compreendidas no Quadro 2, 

sob o grupo de códigos 17200000000, contemplam duas que são lançadas, arrecadas e 
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recolhidas por ele: o ICMS e o IPVA. Já as outras duas participações, a Contribuição de 

Intervenção no Domínio Econômico (CIDE) e o IPI-EXP, são constitucionais e obrigatórias, de 

natureza compensatória, advindas da União; mas, por determinação legal, são derivadas da 

partilha de 25% da cota recebida pelos Estados (BRASIL, 1989a). Neste enquadramento, por 

imposição legal, ICMS e IPI-EXP são distribuídos sob o cálculo do Índice de Participação dos 

Municípios (IPM), formalizado e publicado em Portarias pelo Governo do Estado (Id.). Além 

disso, a Lei Complementar nº 63, de 11 de janeiro de 1990, exige que: 

Art. 8º Mensalmente, os Estados publicarão no seu órgão oficial a arrecadação total 
dos impostos a que se referem os arts. 2º e 3º desta Lei Complementar e o valor total 
dos recursos de que trata o art. 7º, arrecadados ou transferidos no mês anterior, 
discriminadas as parcelas entregues a cada Município. (BRASIL, 1990). 

Em atendimento ao impositivo legal, a Autoridade Administrativa Pública Estadual, 

periodicamente, na página de transparência, um link para o seu sistema no qual divulga os 

repasses semanais do ICMS e do IPVA, fixado, em lei, seu depósito foi definido para as terça-

feira de cada semana10, os quais estão exemplificados no ANEXO B (para o Estado do 

Maranhão). Ao encerramento de cada mês, disponibilizam, ainda, no mesmo site, as Portarias 

com o demonstrativo das transferências de receitas estaduais aos municípios e um consolidado 

dos aludidos valores comunicados, apensados no ANEXO C. Vale ressaltar que cada Estado 

tem sua legislação de cálculo do IPM e publicação. 

2.1.4.1 ICMS 

dos 

Estados pertence aos seus respectivos Municípios (BRASIL, 1988; CONFEDERAÇÃO 

NACIONAL DE MUNICÍPIOS (CNM), 2016, p. 63).  

Até o exercício financeiro de 2022, o cálculo do IPM era distribuído com 75% da 

proporção do Valor Adicionado (VA)11, entre todos os entes municipais e 25% de acordo com 

Lei Estadual, no caso do Maranhão, 5% da Área do município, 5% da População e 15% de 

Divisão Igualitária (MARANHÃO, GOVERNO DO ESTADO DO, 1992). Já para o os 

exercícios posteriores, por imperativo constitucional, os percentuais passaram para 65% do VA 

e 35% como dispuser a Lei Estadual, sendo obrigatório que 10% advenham de indicadores da 

 
10 Art. 5º Até o segundo dia útil de cada semana, o estabelecimento oficial de crédito entregará, a cada Município, mediante crédito em conta 
individual ou pagamento em dinheiro, à conveniência do beneficiário, a parcela que a este pertencer, do valor dos depósitos ou remessas feitos, 
na semana imediatamente anterior, na conta a que se refere o artigo anterior. (BRASIL, 1990). 
11Valor Adicionado consiste na apuração do valor da riqueza gerada e/ou sua contribuição por empresas de capital aberto, tais como 
empregados, financiadores, acionistas, governo e outros, bem como a parcela da riqueza não distribuída (BRASIL, 2007). 
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educação (BRASIL, 1988; 2020). 

2.1.4.2 IPVA 

Destinam-se 50% da AL do IPVA de domicílio da placa do veículo automotor, por 

 (BRASIL, 1988st). Assim, este é 

o cálculo mais simplificado dentre as receitas transferidas, e no Estado do Maranhão, sua 

periodicidade de repasses ocorrem junto com o ICMS, ou seja, semanalmente, mas cada Ente 

pode ter suas datas de depósitos. 

2.1.4.3 IPI-EXP 

O IPI, de competência da União, foi constituído com esse nome pela primeira vez em 

nossa estrutura jurídica pelo art. 11 da EC 18/1965 (BRASIL, 1965). A Constituição de 1988 

(art. 159 § II e §§ 2º e 3º) determinou a transferência da parte da arrecadação do IPI para os 

estados, o Distrito Federal e os Municípios, fixado em 10% da arrecadação 

 (BRASIL, 1988). Do 

montante recebido pelos Estados, 25% devem ser distribuídos aos seus respectivos municípios 

pelos critérios do IPM. 

Com a aprovação da LC 61/1989, que regulamentou as transferências e estabeleceu 

normas para a participação dos Estados e do Distrito Federal na arrecadação do IPI, relativo às 

exportações, foi possível iniciar tais transferências intergovernamentais, que ocorreram a partir 

de fevereiro de 1990 (BRASIL, 1989). 

2.2 MÉTODOS DE PREVISÃO DE RECEITAS 

De acordo com Petropoulos e outros autores (2022, p. 710), 

baseada na premissa de que o conhecimento atual e passado pode ser usado para fazer previsões 

12. Assim, os escritores consideram que tal teoria se desenvolve por meio de 

métodos e modelos, os quais são classificados em qualitativos e quantitativos, destes apenas os 

quantitativos estão no escopo desta proposta por produzirem resultados objetivos com 

procedimentos padronizados (ACKERMANN e SELLITTO, 2022, p. 86). Tais métodos 

quantitativos são agrupados em duas abordagens de distribuição de dados: paramétricos e não 

paramétricos descritos nas subseções que seguem (PARMEZAN, SOUZA e BATISTA, 2019, 

p. 308). 

 
12 Tradução livre, original: knowledge can be used to make predictions 

 (PETROPOULOS, APILETTI, et al., 2022, p. 710). 
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2.2.1 Métodos paramétricos 

No entendimento de Parmezan, Souza e Batista (2019, p. 308), para utilização dos 

métodos paramétricos ou estatísticos, exige um conhecimento prévio de distribuição de dados, 

pois sua dependência de ajustes de parâmetros é crucial para otimizar os resultados de suas 

previsões. Já para Ackermann e Sellitto (2022, p. 89) denominam-  

em sua modelagem univariada, sem variáveis explicativas externas. Vários autores 

(ACKERMANN e SELLITTO, 2022, p. 96; BROWNLEE, 2020, p. 12; PARMEZAN, SOUZA 

e BATISTA, 2019, p. 305-306) comentam a necessidade de pressupostos e identificação de 

padrões de comportamento ou efeitos associados à decomposição delas em componentes de 

tendência, sazonalidade, ciclicidade e aleatoriedade. 

Dentre os modelos clássicos mais conhecidos na literatura com abordagem univariada, 

incia-se com o Naives que é considerado como um modelo de passeio aleatório, uma vez que 

valor futuro é a repetição do seu antecessor (MAKRIDAKIS, SPILIOTIS e 

ASSIMAKOPOULOS, 2020, p. 57).  

O modelo AutoRegressions, traduzido como autorregressivo (AR) é considera como o 

bloco de construção mais básico, sendo adicionado pelas demais técnicas, pois faz a previsão 

por correlações entre os valores passados (KORSTANJE, 2021, p. 45). Outro bloco básico de 

construção é o modelo de Moving Average, traduzido como média móvel (MA) o qual explora 

a autocorrelação dos erros (PARMEZAN, SOUZA e BATISTA, 2019, p. 308; KORSTANJE, 

2021, p. 86). A primeira combinação dos blocos básicos AR e MA originaram o AutoRegressive 

Moving Average, traduzido como Médias móveis autorregressivas (ARMA) com ajustes de dois 

parâmetros, um para cada bloco (ACKERMANN e SELLITTO, 2022, p. 93; KORSTANJE, 

2021, p. 89).  

Para modelar séries não estacionárias13, utiliza-se o Modelo Autoregressivo Integrado 

de Médias Móveis, do inglês AutoRegressive Integrated Moving Average (ARIMA), pois o 

parâmetro de integração mensura a diferença necessária para tornar a série estacionária 

(KORSTANJE, 2021, p. 113; PARMEZAN, SOUZA e BATISTA, 2019, p. 308). O Seasonal 

Auto Regressive Integrated Moving Average, traduzido como Média móvel integrada 

autorregressiva sazonal (SARIMA) é sugerido quando as séries apresentem componentes de 

tendência e sazonalidade (KORSTANJE, 2021, p. 115; PARMEZAN, SOUZA e BATISTA, 

 
13 Segundo Parmezan,Souza e Batista ( (2019, p. 305)) nária desenvolve-se aleatoriamente em torno de uma média 

 (tradução livre). 
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2019, p. 311). 

Para os modelos multivariados, também denominados causais, Ackermann e Sellitto ( 

(2022, p. 87; KORSTANJE, 2021, p. 133) lecionam que há uma variável dependente que pode 

ser prevista em função de duas ou mais variáveis independentes, causais ou explicativas. Assim, 

passam a ter adições aos modelos de vetores com as variáveis, como por exemplo: Seasonal 

Auto-Regressive Integrated Moving Average with eXogenous factors, em português Média 

móvel integrada autorregressiva sazonal com fatores exógenos (SARIMAX) (KORSTANJE, 

2021, p. 125, 133, 147). 

2.2.2 Métodos não paramétricos 

conhecimento prévio da distribuição dos dados para descrever suas propriedades 

(PARMEZAN, SOUZA e BATISTA, 2019, p. 312), pois suas relações são aprendidas 

automaticamente e suportam modelos univariados e multivariados (PETROPOULOS, 

APILETTI, et al., 2022, p. 745). Nestes métodos se enquadram os baseados em computação os 

quais identificam relacionamentos não lineares e interativos, a AM (ACKERMANN e 

SELLITTO, 2022, p. 94; GÉRON, 2021, p. 6). Géron (2021, p. 6) sugere o uso de AM para 

problemas mais complexos, com extensas regras, inúmeros ajustes, adaptável a novos dados e 

quando as soluções tradicionais não solucionam. Dentre as inúmeras aplicações de AM 

destacam-se as previsões financeiras com dados governamentais com algoritmos de regressão, 

sendo os principais passando a serem descritos (PETROPOULOS, APILETTI, et al., 2022). 

O modelo K-Nearest Neighbor, ou K vizinhos mais próximos (KNN), como um modelo 

de regressão, ele calcula a predição pela média dos alvos (KORSTANJE, 2021, p. 169; 

HARRISON, 2020, p. 186; BRUCE e BRUCE, 2019, p. 271). O Gradient Boosting é uma 

combinação de vários modelos de árvores de decisão pequenas com o intuito de melhorar a 

explicação da variação não efetivada pela árvore anterior, corrigindo os erros anteriores 

(KORSTANJE, 2021, p. 194; NIELSEN, 2020, p. 267). O Extreme Gradient Boosting 

(XGBoost) é um algoritmo vencedor de competições do Kaggle, cria uma árvore de decisão 

fraca, sendo seu foco prover melhorias com adição de outras árvores para ganhar em precisão 

e velocidade ao corrigir os erros dos resíduos usando o gradiente descente (KORSTANJE, 

2021, p. 195; NIELSEN, 2020, p. 267; HARRISON, 2020, p. 198; WADE, 2020, p. 54).  

O Randon Forest, ou Floresta Aleatória, é um conjunto de árvores de decisão cultivadas 

sem pruning (poda), cujos nós têm um número fixo de atributos aleatórios, originalmente 
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proposto por Breiman (2001 apud Marron et al., 2014, p. 4) 

 Trabalham sobre 

sabedoria da multidão

aleatórias cuja a variância é reduzida, provendo um resultado da previsão média de todos elas 

(KORSTANJE, 2021, p. 179; NIELSEN, 2020, p. 265; HARRISON, 2020, p. 123; BRUCE e 

BRUCE, 2019, p. 293).  

As Redes Neurais tem uma arquitetura mais complexa, custo computacional maior, uma 

vez que tentam imitar o processamento do cérebro humano com algoritmo de aprendizado 

Backpropagation, instituindo uma unidade básica: o perceptron ( (KORSTANJE, 2021, p. 225-

226); (PARMEZAN, SOUZA e BATISTA, 2019, p. 313)).  

As Recurrent Neural Networks, ou Redes Neurais Recorrentes (RNN) são semelhantes 

às Redes Neurais, diferindo na movimentação dos neurônios em várias direções, pois suas 

conexões formam ciclos, backward, já que geram saídas recursivas, cessando informações 

anteriores, por isso são indicadas para dados sequenciais (KORSTANJE, 2021, p. 228; 

GÉRON, 2021, p. 385; RAFFERTY, 2021, p. 23; PARMEZAN, SOUZA e BATISTA, 2019, 

p. 314). Mesmo reconhecendo o poder das RNNs, elas têm o gradiente instável e uma limitação 

na memória de curto prazo, assim adotam-se arquiteturas de Long Short-Term Memory, 

traduzida como Memória longa de curto prazo (LSTM) e sua versão simplificada Gated 

Recurrent Unit (GRU) as quais detectam as dependências dos dados a longo prazo, todavia 

necessitam de grande quantidade de dados e recurso computacional (GÉRON, 2021, p. 385, 

398 e 401; KORSTANJE, 2021, p. 243; RAFFERTY, 2021, p. 23; PARMEZAN, SOUZA e 

BATISTA, 2019, p. 315). 

2.2.3 Seleção de Variáveis 

Embora a literatura dissemine diversas definições para a tarefa de seleção de atributos 

(feature selection) a qual consiste na u

busca distintos para avaliar e encontrar de forma heurística o subconjunto de atributos mais 

 (ALMEIDA e FERREIRA, 2018, p. 38). Harrison (2020, p. 90) ensina que atributos 

irrelevantes e correlacionados prejudicam o modelo de AM, causando instabilidade nos 

coeficientes de uma regressão, ou mesmo na importância deles em modelos de árvores.  

Corroborando para este entendimento, Baranauskas (2021) preconiza que este processo 

de busca heurística, Feature Subset Selection (FSS), tem sua natureza determinada por quatro 

questões: ponto de partida, organização, estratégia e critério de parada. O autor divide o ponto 
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de partida, relacionado ao critério do estado inicial dos atributos do dataset, em três tipos: 

forward (inicialmente vazio), backward (completo, depois eliminando atributos) e outward 

(arranjo das anteriores, adotando um ponto e seguindo-se dele). A organização trata da forma 

como serão selecionados os atributos e as iterações realizadas. O critério de parada consiste em 

estabelecer um limite, um parâmetro para encerramento. E o âmago das questões, a estratégia, 

permeia a avaliação por intermédio de métricas e algoritmos básicos de indução. Assim, as 

abordagens Filtro, Wrapper e Embedded (Embutida) são as fundamentais (ALMEIDA, 2018, 

p. 38). Em suma, Baranauskas (2021) leciona que o Filtro utiliza o FSS para escolher os 

atributos independente do algoritmo de indução, o Embedded o embute no algoritmo e o 

Wrapper aplica-o como uma caixa-preta. 

Os Ensembles fazem parte da abordagem Embedded e os algoritmos desta abordagem 

possuem um método para listar a importância das variáveis do modelo. Como por exemplo, o 

Random Forest, floresta aleatória, um conjunto de árvores de decisão cultivadas sem pruning 

(poda), cujos nós têm um número fixo de atributos aleatórios, originalmente proposto por 

Breiman (2001 apud Marron et al., 2014, p. 4) 

 

2.3 CRISP-DM 

O CRISP-DM foi introduzido em 1996 com o intuito para fornecer uma padronização 

de diretrizes para projetos de mineração de dados em seis fases ilustradas na Figura 1 

Compreensão de Negócios, Compreensão de Dados, Preparação de Dados, Modelagem, 

Avaliação e Implantação (SEKAR, 2022, p. 44; CHAPMAN, CLINTON, et al., 2000). Como 

o CRISP-DM fornece apenas diretrizes, a literatura padroniza as etapas de cada fase, como um 

roadmap, elas são divididas em tarefas genéricas com os artefatos para serem produzidos 

conforme a Figura 2.  

A fase de Business Understanding) inicou o roadmap para 

produção de uma base de compreensão do modelo de negócio. Nesse sentido, esta fase 

concentra-se na identificação dos objetivos, uma verdadeira etapa de elicitação de requisitos, 

cuja interdependência com as demais fases é extremamente vivenciada, principalmente, com a 

etapa de entendimento dos dados. Norteando-se pelo roteiro da Figura 2, os artefatos produzidos 

foram: 

lou o inventário de recursos, requisitos, suposições 

e restrições, riscos e contingências, terminologias 
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ou objetivos e critérios de sucesso; 

 (SEKAR, 2022, p. 45; PLOTNIKOVA, 

DUMAS e MILANI, 2021, p. 5; CHAPMAN, CLINTON, et al., 2000). 

 

Figura 1 - Diagrama da estrutura do CRISP-DM com as suas 6 fases 

 
Fonte: Sekar (2022, p. 44) e Chapman e outros autores (2000, p. 13). 

Data understanding) pretendeu verificar a integridade e 

precisão dos dados disponíveis proporcionando informações adicionais sobre o negócio. Assim, 

conforme a Figura 2, esta fase entregou ,  

Relatório Inicial de Coleta de Dados Descrever  dados Relatório de 

dicionário de dados Explorar dados Relatório de exploração de dados Verificar 

a qualidade dos dados Relatório de qualidade dos dados (SEKAR, 2022, p. 45; CHAPMAN, 

CLINTON, et al., 2000). 

Preparação Data preparation) compreendeu a etapa mais longa do 

processo de mineração de dados em que os dados foram extraídos, transformados e carregados 

para uso em algoritmos de AM. Tal dispêndio de tempo, ocorreu em anuência a execução das 

seis atividades descritas na Figura 2 Conjunto de dados

Selecionar dados Limpar dados
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Construir dados

Integrar dados com a verificação da viabilidade de mesclar dados; 

Formatar dados -se a necessidade de reformatar os dados (SEKAR, 2022, p. 45; 

PLOTNIKOVA, DUMAS e MILANI, 2021; CHAPMAN, CLINTON, et al., 2000).

Figura 2 - Tarefas genéricas (em negrito) e os artefatos (em itálico) das fases do CRISP-DM

Fonte: Adaptado de (CHAPMAN, CLINTON, et al., 2000, p. 15) (tradução nossa).

Modelagem (Modeling

uma vez que esta fase necessita de dados com formato adequado para serem modelados e 

analisados com a finalidade de obter insights sobre estes, os quais foram concebidos na primeira 

Seguindo as orientações da Figura 2, têm-se as seguintes 

tarefas Selecionar a técnica de modelagem is

para mineração, as metas e os requisitos, e foi executada a divisão entre conjuntos de treino e 

teste, bem como a verificação da quantidade e dos tipos de dados. Passando-se para a atividade 

de Suposição de modelagem , em que se averiguou a necessidade de ajustes nos dados para 

aplicação de algoritmos. iram-se quais os critérios foram testados, 

ou-se e documentou-se as configurações dos parâmetros, a execução dos 

modelos e seus resultados. E

dos objetivos e a interpretação dos resultados para fazer uma revisão dos modelos (SEKAR, 

2022, p. 45; PLOTNIKOVA, DUMAS e MILANI, 2021; CHAPMAN, CLINTON, et al., 

2000).
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Plotnikova, Dumas e Milani (2021 Avaliação  (Evaluation) 

almejou a confirmação do atendimento do(s) objetivo(s) do negócio por intermédio do modelo 

construído. Aproveitando o ensejo, os autores protestaram contra o CRISP-DM por não 

apresenta um roteiro de como deve ser esta validação de qualidade em cenários reais. Todavia, 

os pesquisadores, assim como Duboue (2020, p. 12), definem duas etapas de validação 

simultâneas: uma técnica e a outra, verificando a significância do modelo no ambiente de 

negócios, ambas ocorrendo na fase de Modelagem (PLOTNIKOVA, DUMAS e MILANI, 

2021, p. 8). De acordo com Sekar (2022, p. 46) 

atualizar o(s) objetivo(s) de entendimento do negócio e repetir os ciclos anteriores (como 

mostrado na Figura 4-1) até que a precisão seja melhorada.  

Na fase de Implantação (Deployment) fez mister tornar o resultado compreensível para 

os gestores e técnicos, assim, Plotnikova, Dumas e Milani (2021, p. 9-10) sugeriram a busca de 

indicadores de desempenho e visualizações mais simples, considerando os cenários de 

implantação com a identificação dos seus requisitos. Sekar (2022, p. 46) sugeriu que 

caso de um painel, ele é compartilhado com usuários autorizados para que eles possam utilizar 

 Esta fase tem por trabalho planejar a 

implementação, o monitoramento e a manutenção, produzir um relatório final e realizar uma 

revisão do projeto final (CHAPMAN, CLINTON, et al., 2000). 
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3 TRABALHOS CORRELATOS

Como mencionado anteriormente, a aplicação do problema envolve a previsão das 

receitas do Setor Público cujas consequências permeiam a divergência entre valores executados 

e previstos para evitar contingenciamento de despesas. Neste sentido, a busca de trabalhos 

científicos foi feita nas bases do Portal de Periódicos Capes e no site do Google Acadêmico.

idioma em inglês e português, no período de 2016 até agosto de 2021. Também foram 

Dentre as publicações apresentadas nas pesquisas, elegeram-se como critérios de 

seleção os artigos que estivessem na área de atuação do Setor Público, ou mesmo relacionados 

a Séries Temporais, principalmente com atividades afins, como previsão de índices 

econômicos, correlação entre esses índices, demandas de previsões ou mesmo mercado 

financeiro, além da seleção de variáveis, pois a proposta de solução a envolve, ao buscar as 

melhores variáveis para previsão de cada receita. Destarte, dividiu-se as duas subseções, sendo 

a primeira um resumo quantitativo das publicações mais relevantes por ano e assunto, e a outra, 

trata-se dos estudos aplicados de previsão de receitas no setor público e a discussão da literatura.

3.1 RESUMO QUANTITATIVO

Dentro de três categorias que refletem na aplicação do problema identificado, 

encontraram-se 48 publicações, das quais 15 no Setor Público, 25 com Séries Temporais e 8 

com seleção de variáveis, conforme a distribuição por ano de publicação no Gráfico 3.

Gráfico 3 - Distribuição por ano e tipo de abordagem das publicações no período de 2015 até agosto de 2021

Fonte: Elaborado pela Autora.

As 15 publicações com aplicação no Setor Públicas foram resumidas na Tabela 3, uma 

vez que elas tratam do cerne da problemática abordada. Na referida totalização ficou evidente 

que a maioria das publicações utilizaram métodos estatísticos, 13 documentos, e apenas 2 
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usaram algum método de AM.

Tabela 3 - Resumo dos trabalhos correlatos por Autor, método, técnicas e local

Autor/Ano

Método Técnicas usadas

Natureza da metodologia de aplicação 
da publicação

Naibert (2021) 1 0 ICMS 1 0 0 0 0 0 0 0 0 0 0 0 0 0 0 RS 0 Comparativa ARIMA Box-Jenkins (BJ) 
com MTO

Rodrigues, Aquino, et 
al., (9-11 nov. 2020)

1 0 ICMS 0 1 0 0 0 0 0 0 0 0 0 0 0 0 0 RN 1 Comparativa Rec.Exc. c/HWA e HWM 

An e Jalles (2020) 1 0 Geral 0 0 1 1 0 0 0 0 0 0 0 0 0 0 0 EUA 1 Comparativa dos erros CBO c/Setor 
Privado

Sousa, Correia, et al.
(2019)

1 0 ICMS 0 1 0 0 0 0 0 0 0 0 0 0 0 0 0 CE 1 Previsão de nov/18-out/19
SERIMA c/driff e BJ

Carmo, Komati e Boldt, 
(2019)

1 1 ICMS 1 0 0 0 1 1 1 0 1 1 0 0 0 0 0 ES 1 Comparativa de 8 métodos estatísticos 
com os de ML

Pamplona et. al, (2019) 1 0 Geral 0 0 0 0 0 0 0 1 0 0 0 0 0 0 0 PR 0 Comparativa ARMA com MTO de 120 
municípios

Silva, Shiaku, et al.,
(2018)

1 0 Multas 
Trânsito

0 0 0 0 0 0 0 1 0 0 0 0 0 0 0 MG 0 Comparativa ARMA com MTO

Almeida e Ferreira, 
(2018)

1 0 ISSQN 0 0 1 0 0 0 0 0 0 0 0 0 0 0 0 PE 1 Comparativa entre previsão Linear e 
Autorregressiva, modelos de Tendência 

Linear 
Fiirst, et al., (2018) 1 0 Geral 0 0 0 0 0 0 0 0 0 0 1 0 0 0 0 PR 0 Desempenho da previsão das receitas 

dos municípios
Noch, Pattiasina e 
Purwanto, (2018)

1 0 PAD 0 0 0 0 0 0 0 0 0 0 0 1 0 0 0 Ind. 0 Medir a correlação das receitas próprias 
e encargos

Mikesell, (2018) 0 0 Geral 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 EUA 0 Apresenta 9 lições sobre projeções de 
receitas

Silva, Jacovine, et al., 
(2017)

0 1 CFEM 
royalties 
petróleo

0 0 0 0 0 0 0 0 0 0 0 0 1 0 0 BR 0 Correlação entre variáveis ambientais, 
econômicas e sociais c/royalties e 

CFEM
Azevedo, Silva e 
Gatsios, (2017)

1 0 ICMS 1 0 0 0 0 0 0 0 0 0 0 0 0 0 0 BR 0 Comparativa ARIMA com LOA e 
Arrecadação

Almeida, Divino, et al., 
(2017)

1 0 não 0 0 0 0 0 0 0 0 0 0 0 0 0 0 1 BR 0 Calcular alíquota média sobre consumo, 
trabalho e capital

Silva, Albuquerque, et 
al., (2016)

1 0 ICMS 1 0 0 0 0 0 0 0 0 0 0 0 0 1 0 PA 1 Explicar o comportamento da 
arrecadação do ICMS

TOTAIS 13 2 4 2 2 1 1 1 1 2 1 1 1 1 1 1 1 6

Fonte: Elaborado pela Autora (2023).

As referidas publicações serão descritas no subitem seguinte por cada tipo de abordagem 

do problema. As outras publicações relacionadas a Séries Temporais e Seleção de Variáveis 

não foram descritas individualmente por estarem sendo abordadas de forma tangencial ao 

problema.

3.2 ESTUDOS APLICADOS PREVISÃO DE RECEITAS NO SETOR PÚBLICO

Na literatura foram encontradas duas pesquisas que comparam o modelo proposto no 

MTO da SOF com modelos paramétricos. O mais recente, a dissertação de Naibert (2021)

demonstrou a supremacia do modelo ARIMA em 83% das previsões de 12 municípios do Rio 

Grande do Sul em valores globais anuais das receitas. Na conclusão de Naibert (2021), ele não 
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garantiu que o método possa funcionar para municípios com alta dependência financeira das 

receitas transferidas ou mesmo a ocorrência de situações extremas como a Pandemia que 

quebram a estrutura das séries. O segundo, de Pamplona e outros autores (2019), difere ao fazer 

a comparação com o ARMA em 120 cidades do Paraná com erro médio de 7,05% em 74 casos. 

No âmbito Estadual e com uma visão da classificação das receitas, pesquisadores 

elaboraram estudos comparativos da previsão da receita de ICMS utilizando métodos 

paramétricos. Assim, Rodrigues e outros autores (2020) compararam os modelos SARIMA com 

alisamento exponencial Holt-Winters aditivo e multiplicativo, no Rio Grande do Norte, ao final 

o método aditivo obteve o melhor resultado. No Ceará, Sousa e outros autores (2019) utilizaram 

Box-Jenkins em modelo estatístico SERIMA com driff, obtendo uma Média Percentual 

Absoluta do Erro (MAPE) de 4,72%. Azevedo e outros pesquisadores (2017) obtiveram bons 

resultados com aplicação de ARIMA em 6 Estados (SP, MG, RJ, RS, PR e BA). Já no Pará, 

Silva e outros autores (2016) obtiveram melhores resultados com o modelo SARIMA, 

observando-se alguns outliers. 

Carmo, Boldt e Komati (2019) trazem a primeira publicação com uma comparação de 

8 métodos, entre estatísticos e ML, propõem uma previsão de ICMS do Estado do Espírito 

Santo. Seguindo métricas e equações, com código aberto, similares as competições M3 e M4 

de Makridakis e outros autores (Makridakis et al. 2018a apud (CARMO, BOLDT e KOMATI, 

2019)). Os métodos escolhidos pelos autores foram os da competição M4, incluindo o 

Multilayer Perceptron (MLP) e a combinação dos métodos univariados, extraindo o 

componente de sazonalidade em todos eles. Como resultados apontaram a eficácia das técnicas 

em cascata para seleção de variáveis explicativas de importação e exportação, sendo o modelo 

combinado estatístico o que prevaleceu sobre os demais (CARMO, BOLDT e KOMATI, 2019). 

Uma previsão para receitas de Multas de Trânsito de Uberlândia, em Minas Gerais, foi 

publicada por Silva e outros autores (2018) utilizando o método estatístico ARMA o qual teve 

êxito em 9 dos 16 períodos projetados. No artigo de Almeida e Ferreira (2018) foi proposta a 

previsão do Imposto Sobre Serviços de Qualquer Natureza do Recife, Capital de Pernambuco, 

utilizando modelos de Tendência Linear e Autorregressivo com êxito. Discutindo a eficiência 

da previsão orçamentária do Setor Público, Fiirst e outros autores (2018) fazem uma 

comparação das previsões das receitas dos Municípios do Paraná utilizando o modelo 

estatístico Koyck, cujos resultados obtiveram menores erros. Todavia em anos eleitorais as 

previsões municipais são melhores. 
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No âmbito internacional, An e Jalles (2020) investigam as causas dos erros das previsões 

fiscais das receitas e despesas do governo para a economia dos Estados Unidos da América 

(EUA) advindas do Congressional Budget Office, traduzido por Escritório de Orçamento do 

Congresso (CBO). Eles focam em 3 categorias de erro: política, econômica e técnica. 

Utilizaram autorregressões e médias móveis. Como resultado constatam que as médias do CBO 

para receitas são baixas e despesas altas, fazendo correlações com o PIB. Entendem que o 

componente econômico explica a receita e o político as despesas. Ainda fazem um comparativo 

das previsões oficiais do CBO com as dos Economistas do Setor Privado que apresentam 

. 

No estudo estatístico do Governo Provincial da Indonésia, Noch e outros autores (2018) 

buscam medir a elasticidade dos impostos e encargos locais da previsão de Receitas próprias, 

utilizando o método Mínimo Quadrado Totalmente Modificado. Inferindo que tanto os 

impostos locais quanto os encargos mostram bons resultados do que a previsão real mostrada. 

Mikesell (2018) traz uma abordagem mais teórica sobre o entendimento da estrutura tributária, 

e o quão importante as previsões são. O Autor elenca 9 (nove) lições sobre o comparativo dos 

erros de previsão das receitas do Estado de Indiana nos EUA. 

O segundo artigo mais próximo do problema é o de Silva e outros autores (2017) cujo 

intuito foi identificar a correlação entre variáveis ambientais, econômicas e sociais com os 

royalties arrecadados nos principais municípios produtores de petróleo e minério. Os autores 

utilizaram o pacote Vegan do R para aplicar Análise de Componentes Principais (PCA), em 

183 observações as quais resultaram na evidenciação de nenhuma proporcionalidade apontando 

como justificativa a ausência de um dispositivo legal na aplicação destes recursos. 

Almeida e outros autores (2017) propõem o cálculo de alíquotas tributárias relacionadas 

ao consumo, à renda do trabalho e a do capital, aplicando métodos de desagregação temporal. 

Concluindo que a tributação no Brasil onera a renda do trabalho e do capital, quando comparada 

com a do consumo.  

3.3 DISCUSSÃO DA LITERATURA E A PRÁTICA 

Vários autores (NAIBERT, 2021, p. 15; PAMPLONA, FIIRST, et al., 2019; LIMA, 

LUI, et al., 2020), afirmam que, na prática, os Municípios utilizam o modelo oferecido pela 

SOF. Vale ressaltar que os pesquisadores em suas tabelas demonstraram previsões anuais, não 

abordando o detalhamento da classificação das receitas, prerrogativas essenciais para o Ente 

Subnacional, conforme fases de Entendimento do negócio e dos dados do CRISP-DM. Todavia, 
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ao compararem várias cidades tiveram o cuidado com a heterogeneidade entre elas e agruparam-

nas por população e estratificação por valores de receitas, um cuidado que esta pesquisa também 

está considerando, haja vista a escolha apenas de Capitais (NAIBERT, 2021, p. 16-17; 

PAMPLONA, FIIRST, et al., 2019, p. 93). 

Pode-se observar que os artigos que abordam o domínio da aplicação, previsão de 

receitas do Setor Público, estão voltados para utilização de métodos estatísticos, direcionados a 

substituir o modelo da SOF. Encontrou-se um artigo que faz uma comparação entre 8 métodos, 

introduzindo algoritmos de combinação de modelos e AM (CARMO, BOLDT e KOMATI, 

2019), e neste mesmo artigo faz a sugestão de aplicar RNN e LSTM para previsões, uma das 

motivações para este desenvolver este estudo, conforme comentado na justificativa. O outro 

artigo relacionado (SILVA, JACOVINE, et al., 2017), não tem como cerne a previsão de 

receitas, mas a identificação da correlação de variáveis, usando PCA. Assim, diferindo da 

literatura não se pretende substituir o modelo da SOF, uma vez que se entende que induz a 

utilização de autorregressão, mas multivariado, por isso pretende-se testar vários modelos para 

verificar o que melhor se ajusta, uma forma de atender às prerrogativas imposta pela legislação 

vigente. 

Neste sentido, entende-se que há poucas publicações voltadas para o estudo de métodos 

de AM em previsão de receitas públicas, e menos ainda com a proposta de seleção de variáveis 

para cada receita, bem como a relevância de manter a sazonalidade da série temporal, no que 

tange as publicações dos instrumentos orçamentários, os relatórios bimestrais e a própria 

execução orçamentária que ocorre mensalmente, bem como identificar as variáveis do efeito 

preço e quantidade da LRF. Portanto, a proposta de aplicação de técnicas de AM para previsão 

das receitas públicas, em séries temporais com utilização de RNN e LSTM é uma indicação dos 

pesquisadores Carmo, Komati e Boldt, (2019). 
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4 RELATO DAS ATIVIDADE DO ESTUDO DE CASO DE SÃO LUIS APLICANDO 

DO CRISP-DM 

Mediante os objetivos outrora traçados, a proposta deste trabalho de regressão, que visa 

a comparação entre modelos estatísticos e de técnicas de AM como uma alternativa de apoiar a 

implantação das regras da SOF para a LRF na previsão das receitas públicas, utilizou o CRISP-

DM para buscar as melhores previsões e variáveis explicativas com base nas séries históricas 

das capitais. Portanto, o capítulo teve com escopo registrar como as atividades ocorreram, desde 

a compreensão do negócio e dos dados, detalhando a escolha das variáveis e construção dos 

datasets, a fase de preparação dos dados, com os procedimentos adotados para ajustar as bases 

para a modelagem avaliação e parte da implementação foram resumidas nas seis subseções. 

É importante registrar que toda a execução foi elabora baseando-se na primeira iteração, 

utilizando os dados da Capital do Maranhão, São Luís, pretendia-se aplicar o mesmo processo, 

com foco na análise das questões propostas nos objetivos para a previsão das receitas públicas 

das 8 capitais que aceitaram participar deste experimento. Todavia devido a problemas físicos 

em hardwares, muitos registros, dados e documentos foram perdidos, atrasando o cronograma 

de execução. 

4.1 PRIMEIRA FASE DE ENTENDIMENTO DO NEGÓCIO 

Como relatado no subitem 2.3, esta fase concentra-se na identificação dos objetivos do 

negócio (PLOTNIKOVA, DUMAS e MILANI, 2021, p. 5). Todavia é conveniente relembrar 

que até a SOF assume que é uma área de difícil compreensão o que fez desta fase um dos 

principais motivos para escolha desta metodologia (BRASIL, MINISTÉRIO DA FAZENDA, 

mar. 2016, p. 7).  

Seguindo o roadmap desta etapa, Figura 2, a primeira tarefa foi determinar os objetivos 

do negócio, cujo primeiro artefato, de Histórico, foi descrito na introdução deste documento, 

uma prática comum (SCHRÖER, KRUSE e GÓMEZ, 2021, p. 529), contendo uma 

contextualização das previsões das receitas públicas e contemplando a definição dos objetivos. 

Quanto aos Critérios de sucesso do negócio, consistem em obter o menor erro, ou melhor, a 

menor divergência quantitativa entre os valores orçados e executados na previsão das receitas, 

já na seleção das variáveis precisam atender os critérios impostos pela SOF descritos no item 

2.1.2 (BRAND, 2014, p. 77; CHAPMAN, CLINTON, et al., 2000, p. 16-17). Quanto a 

mensuração do critério, o percentual de São Luís, cujo valor foi um erro igual ou menor que 

5% para evitar um decreto de contingenciamento, informação obtida em diálogo informal com 
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o Secretário Adjunto de Planejamento.  

Para avaliação da situação, no Inventário de recursos, São Luís, possui o Sistema de 

Gerenciamento de Banco de Dados é o Oracle Database, o software utilizado como Sistema 

Único e Integrado de Execução Orçamentária, Administração Financeira e Controle14 do 

Município é o do Grupo GIAP. Os experimentos foram conduzidos em um computador 

equipado com processador Intel(R) Core( ) i5-1030H CPU @ 2.5GHz, com placa de vídeo 

GeForce GTX 1650 de 4 GB, memória RAM de 8GB e disco SSD M2 de 512GB, no sistema 

operacional Microsoft Windows 11, utilizando o Jupyter Notebook com a linguagem Python 3 

para execução dos algoritmos de AM e para a unificação do Dataset, o software Power BI 

Desktop, versão: 2.96.901.0 64-bit, ferramenta gratuita da Microsoft.  

Quadro 3 - Listagem das séries históricas por Capital, ano de início, protocolo das suas Ouvidorias e respostas 

Município Ano Inicial Protocolo Resposta Protocolo 
Belém - PA 2010 ---***--- Disponível no portal 
Belo Horizonte - MG 2021 31.00519268/2022 e 

31.00519425/2022 
Enviaram um arquivo sem identificação das 

receitas com valores totais 
Campo Grande - MS 2010 ---***--- Disponível por API 
Fortaleza - CE 2010 ---***--- Disponível no portal 
Maceió - AL 2011 2700.120866.2022 e 

1000.120868.2022 
Informaram que há outra versão do portal da 

transparência, mas limita-se até 2011. 
Palmas - TO 2018 2022111436925 e 

2022111436927 
Solicitação negada, tem que fazer pedido na 

Sede da Secretaria de Finanças de Palmas-TO 
Salvador - BA 2015 2022060557295 e 

2022060557293 
Portal de difícil acesso, ainda sem resposta. 

São Luís - MA 2010 11111000064202111 e 
11111000066202282 

Mesmo não tendo resposta, já possuía os 
dados por varredura no Diário Oficial do 
Município 

Fonte: Elaborado pela Autora (2023). 

As questões de Requisitos, premissas foram encapsuladas no pipline do software Power 

BI Desktop como metadados, tendo o código fonte disponibilizado ao Laboratório de 

Inteligência Computacional e Programação da Universidade Estadual do Maranhão. As 

restrições consistem em uma vasta legislação, bases de dados distintas e uma transparência 

municipal de séries históricas esparsas. No que concerne o artefato de Terminologia, foi 

iniciado um glossário, todavia observou-se que seria desnecessário, neste momento, uma vez 

que o Senado Federal15, a SOF16 e a STN17 possuem em seu site. Quanto aos custos não se 

aplicaram a este estudo e benefícios foram descritos no capítulo 1, na justificativa (BRAND, 

2014, p. 78; CHAPMAN, CLINTON, et al., 2000, p. 17-18). 

 
14 Adoção de SIAFIC é uma determinação legal e está regulamentado pelo Decreto Nº 10.540, de 5 de novembro de 2020, o qual dispõe sobre 
o padrão mínimo de qualidade do Sistema Único e Integrado de Execução Orçamentária, Administração Financeira e Controle. 
15 Disponível em: https://www12.senado.leg.br/orcamento/glossario?b_start:int=60. Acessado em 17. Julho 2022. 
16O Glossário da SOF está disponível em: https://www.economia.go.gov.br/acesso-%C3%A0-informa%C3%A7%C3%A3o/250-
planejamento/or%C3%A7amento/5410-gloss%C3%A1rio-t%C3%A9cnico.html#v. Acessado em 17. Julho. 2022. 
17 Disponível em: https://www.tesourotransparente.gov.br/sobre/glossario-do-tesouro-nacional. Acessado em 17. Julho 2022. 
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A atividade de determinar o objetivo da Mineração dos Dados, tem como entregáveis 

os relatórios com esta finalidade e o de critérios de sucesso os quais podem ser resumidos como 

a unificação das várias bases de dados, criando um Dataset para cada experimento que for 

realizado, sendo os dados disponibilizados em um dashboard que poderá ser manipulado por 

outros técnicos da Capital, mas não houve tempo hábil para construir o referido painel, pela 

parda dos dados iniciais. Já os critérios de sucesso de mineração de dados estão pautados, na 

parte quantitativa, na precisão do modelo ou melhoria preditiva em comparação com um 

método existente, discutido no item 2.1.2, e na qualitativa, relacionada a escolha das variáveis 

sob a apreciação do corpo técnico da Capitais em ulterior reunião do GT-08 da ABRASF, o que 

não foi possível ocorrer, uma vez que o início de exercício demanda fechamento de balanço, 

relatórios de prestação de contas e abertura do orçamento, sendo agendada preliminarmente 

para abril de 2023 (BRAND, 2014, p. 79; CHAPMAN, CLINTON, et al., 2000, p. 18). 

Quadro 4 - Avaliação das etapas concluídas do projeto inicial 

Processo Tarefa 
Dados São 

Luís 
Demais 
Capitais Observação 

Fonte de 
dados 

Dados obtidos com a ferramenta Power 
BI Desktop entre planilhas eletrônicas, 
web scraping, web crawling, download 
em sites, APIs e scripts em Python 

  
Dificuldades com os dados dos 
balancetes, migrando para obter 
pelo portal do Banco do Brasil 

Integração dos 
dados 

Construir o Datase , no Power BI 
Desktop, 

arquivo do tipo CSV 

  
Ausência de padronização nos 
dados das demais Capitais, 
demandam mais tempo para 
integrar, optando 

Distribuição 
do Pré-

Processamento 

Fazer um pré-processamento do 
Dataset utilizando o Power BI 
Desktop e o Jupyter Notebook 

  
Nem todas as variáveis de São 
Luís podem retirar os outliers 

Selecionar as variáveis pela 
importância delas nos algoritmos 
ensembles 

  
Foram aplicados apenas nos 
dados de São Luís no horizonte 
temporal de 3 meses 

Consumo de 
dados 

Aplicar os algoritmos de predição 
com as features escolhidas 

  
Não houve tempo hábil para 
aplicar todos os algoritmos 

Avaliar os menores erros com as 
métricas 

  
 

Repetir aplicação todas as etapas 4 
vezes para a previsão nos horizontes 
bimestral, trimestral, anual (LOA) e 
quadrienal (PPA) 

  
 

Construir API 
de Previsão 

Criar uma API no padrão REST, 
usando linguagem Python e 
biblioteca Flask e comunicação em 
formato Json 

  
Apenas uma versão inicial foi 
codificada para esta primeira 
iteração, não foi implementada 
num dashboard 

Apresentar resultados em reunião 
aos técnicos do GT-08 da ABRASF 
para discussão e avaliação por 
aplicação de questionário 

  
O GT-08 não teve agenda 
disponível senão após abril de 
2023 

Fonte: Elaborado pela Autora (2023) 

No que tange o plano de projeto inicial, resumido na Figura 3, não houve tempo hábil 
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para incluir as receitas das outras 7 Capitais no estudo, pelo fato de não terem sido enviados os 

dados por autorização formal, pois apenas Belém, Fortaleza e Campo Grande disponibilizaram 

em seus Portais da Transparência os dados desde 2010 até 2022. Tal fato demandou a 

solicitação formal as suas Ouvidorias, conforme relacionado no Quadro 3. Para melhor 

verificação da produção ocorrida na primeira iteração, elaborou-se um resumo das tarefas 

cumpridas e as não do projeto inicial elencadas no Quadro 4. 

Quanto à última tarefa desta fase, avaliação inicial de ferramentas e técnicas, há várias 

ferramentas no mercado para as tarefas (SCHRÖER, KRUSE e GÓMEZ, 2021, p. 529), 

inclusive para documentação do processo CRISP-(DM (MARTÍNEZ-PLUMED, 

CONTRERAS-OCHANDO, et al., 2021, p. 3050), mas foram priorizadas as que não tivessem 

custos, não dependessem de autorizações dos Setores de Tecnologia, questão de celeridade, 

principalmente, licitações para aquisição de softwares. Neste sentido, o Power BI Desktop é 

gratuito, outrossim, a Autora possui cursos de qualificação para a ferramenta, agilizando a 

utilização e disseminação do conhecimento para outros técnicos. O Jupyter Notebook tem a sua 

versão online no Google Colab, facilitando o uso sem necessidade de instalação nos 

equipamentos das Secretarias de Finanças. 

4.2 SEGUNDA FASE DE ENTENDIMENTO DOS DADOS 

Na primeira iteração realizada, com os dados do Município de São Luís, foi obtida uma 

aplicação prática das quatro tarefas desta fase, tal fato levou-se a concordar com Plotnikova, 

Dumas e Milani quando confirmaram a interdependências desta etapa com a anterior e sua forte 

iteração, os autores ainda comentam que chegam a substituir dados com o intuito de aprimorá-

los ou incluir novos. (PLOTNIKOVA, DUMAS e MILANI, 2021, p. 6). Assim, os exemplos 

dos relatórios e tarefas desta fase estão relacionados aos dados de São Luís, as demais capitais 

não foram todas incluídas, ficará para a segunda iteração. 

-se com um pedido formal ao site da 

Ouvidoria, mas como não foi respondida18 a solicitação dos dados, todos foram adquiridos nos 

Portais da Transparência, evitando quaisquer questões de sigilo fiscal, o que poderia ser um 

risco se fossem tratadas as receitas próprias (BRASIL, 2011). Sendo importante enfatizar que  

 
18 Foi cadastrada no dia 22 de novembro de 2021, como o e-mail institucional de aluno da UEMA, sob protocolo nº 11111000064202111, o 
acesso às séries históricas dos dados das receitas municipais no site e-OUV, no Sistema de Ouvidorias do Poder Executivo Municipal de São 
Luís, disponível no endereço: http://eouv.saoluis.ma.gov.br:82/publico/Manifestacao/RegistrarManifestacaoBs.aspx. E, no mesmo site, em 24 
de novembro de 2022, nova solicitação, sob protocolo 11111000066202282. 
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os dados obtidos não ferem nenhum dos ditames da Lei Nº 12.527, de 18 de novembro de 2011, 

a qual versa sobre o acesso à informação no setor público brasileiro, já que elas estão 

disponíveis nos sites de Transparência de Entidades do setor público (BRASIL, 2011). 

Os requisitos para coleta dos dados foram observados na fase de entendimento dos 

dados, tendo suas descrições e especificações, bem como as relações de cada Receita Pública 

com as suas possíveis variáveis preditoras (explicativas ou dependente) elencados no 

APÊNDICE D, baseando-se na Fundamentação Teórica. Vale comentar que as Transferências 

da União possuem um padrão de divulgação, em detalhamento de repasses no Portal da 

Transparência do Governo Federal, já as Transferências dos Estados, provavelmente poderão 

apresentar mais buscas ou alterações desta proposta ao longo da execução por falta de 

padronização entre os Governos Estaduais.  

A maior parte da tarefa de coleta dos dados foi elaborado na ferramenta Power BI 

Desktop, foi necessário distribuir o pré-processamento dos dados em vários grupos de 

relatórios19 para fazer extração, transformação e carregamento dos dados, que por script em 

Python, geraram arquivos em CSV já ajustados, os quais foram unificados em um relatório 

geral, conforme processos de integração dos dados e distribuição do pré-processamento da 

Figura 3. E, na prática, observou-se que quando os relatórios são divididos e unificados em 

outros, seu tempo de processamento reduz; lembrando que a versão da ferramenta é gratuita, 

por isso algumas limitações. Quanto ao artefato desta atividade, ele foi registrado na ferramenta, 

ficando os títulos no painel para visualização, assim o relatório inicial de coleta de dados, apenas 

da Capital São Luís, está resumido no APÊNDICE C. 

Para as tarefas de Descrever dados  Explorar dados  (CHAPMAN, CLINTON, et 

al., 2000, p. 19), foram incluídos os APÊNDICE D , trata do Relatório de 

descrição de dados, a tabela elencou todas as 82 variáveis testadas na primeira iteração com os 

dados de São Luís. Foram identificadas, por tabela de origem da tarefa anterior, sua relação 

com cada receita, uma breve descrição, a periodicidade de publicação, frequência das 

observações e a identificação da fonte de origem. Sendo a variável  

f_Programaca_Financeira  a variável alvo. O segundo, versa sobre 

o Relatório de Exploração de Dados, este foi elaborado no Jupyter Notebook, utilizando o 

pacote pandas profiling20 na linguagem Python. 

 
19 do Power BI é composto por uma ou mais páginas de visualizações, grafos e texto. Todas as visualizações em um relatório 
vêm de um único conjunto de dados[.  ( (HART, RATHORE, et al., 2022)). 
20 Maiores detalhamento disponíveis na documentação do pacote em https://pandas-profiling.ydata.ai/docs/master/index.html.  



   54 

 

Verificar a qualidade dos dados remete a preparação de um 

Relatório de qualidade de dados ficou mais ágil com a utilização do pacote do pandas profiling, 

uma vez que foi possível identificar a divergência nos dados das RECEITAS, pois esta variável 

deveria ter a mesma quantidade de observações para todas, no caso 132 conforme distribuição 

da Tabela 4, com exceção da CFEM AFETADOS que iniciou a distribuição no exercício de 

2019 e as receitas das Emendas Constitucionais (EC) do FPM que são repasses anuais. 

Tabela 4 - Distribuição quantitativa e percentual das 928 observações por receita 

 
Fonte: Elaborado pela Autora (2023), adaptado do APÊNDICE E. 

A questão da identificação, principalmente, no repasse da cota-parte do IPI-Exportação, 

levou a notificação formal do Agente Financeiro e do Governo do Estado do Maranhão a 

prestarem esclarecimento, os quais culminaram no depósito dos valores descobertos na 1ª 

iteração apontados como ausentes dos meses de janeiro e maio, em junho de 2022 (ver 

APÊNDICE F). Ainda foram encontrados outros valores que não estão bem compreensíveis, 

quando são comparados os montantes que o Governo Federal divulga com o que o Governo 

Municipal de São Luís registra em seu Balancete e as publicações do Agente Financeiro. Os 

repasses dos comunicados extraordinários do FPM e IPI foram estornados dos montantes do 

dataset, haja vista que sua periodicidade é inconstante e constituem-se em outliers. Ademais, 

os valores atípicos, como exemplo da CFEM do Produtor que foi explicado por uma multa 

aplicada a uma empresa e foi estornado do montante como um outlier. Destarte, pretende-se 

repassar a cada uma das Capitais o mesmo relatório de descoberta da qualidade dos seus dados, 

caso tenha ocorrência semelhante. 

4.3 TERCEIRA FASE DE PREPARAÇÃO DOS DADOS 

O conjunto de dados para a fase de reparação de dados  teve sua descrição definida 

no APÊNDICE D. A proposta foi seguir a mesma ordem das atividades do CRISP-DM para 

esta etapa em que foram produzidos os dados para mineração (CHAPMAN, CLINTON, et al., 
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2000, p. 25 e 65). Toda esta fase foi desenvolvida no Jupyter Notebook, e como embasamento 

para a utilizou-se as informações do APÊNDICE E: Relatório de 

exploração de dados com o pandas profiling de São Luís, tomando as seguintes decisões: 

1) 

excluídos, pois não vão ter influências nas receitas com os percentuais acima de 50%; 

2) FtPopulacao PrcInvRndPrCpMn

FtInvRndPrCap_Mun

única Capital não há relevância, sendo retirado, mas para as 8 cidades juntas elas 

serão incluídas, com o intuito de testar a importância delas nos algoritmos; 

3) 

das Emendas Constitucionais do FPM, por serem anais e as demais mensais foram 

excluídas do estudo, a CIDE por seu repasse ser trimestral e o ITR por sua pequena 

relevância financeira. 

4) Os valores trimestrais foram divididos por 3 para refletir uma média para esta 

primeira iteração, mas pretende-se testar a desagregação temporal proposta pelo 

Banco Central do Brasil (BCB, BANCO CENTRAL DO BRASIL;, 2021); 

5) Os valores são todos nominais, mesmo tendo construído uma função para o 

deflacionamento, que foi aplicada em algumas tabelas, mas não em todas, por isso, o 

dataset deflacionado será testado em uma iteração posterior (LOSSO, 2020). 

Seguindo as orientações da Limpar dados  (CHAPMAN, CLINTON, et 

al., 2000, p. 49), voltou-se a analisar o APÊNDICE E, no qual observa-se que não há indicação 

de dados ausentes, todavia a falta de padronização na quantidade das observações da Tabela 4 

é o maior indicio da inconsistência nos intervalos temporais, o que foi comprovado no 

APÊNDICE F. Assim, o Relatório de limpeza de dados Construir 

dados Integrar dados  foram compilados no APÊNDICE G, com destaque para descoberta 

da ausência dos depósitos da Receita do IPI Exportação que originaram o APÊNDICE F. A 

Tabela 5 demonstras a interrupção temporal dos dados, sendo efetuada uma pesquisa dos 

depósitos junto ao site de transparência do Governo Federal. Tal pesquisa demonstrou que 

haviam divergências tanto na ausência destes dados quanto nos valores de outras observações, 

uma vez que foram identificados ingressos similares em meses subsequentes cujo total anual 

não igualou com a referida publicação (maiores detalhes no APÊNDICE G). 
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Tabela 5 - Mensuração do IPI em uma pivot table com disposição anual, mês a mês da publicação contábil 
Ano / 

Mês
2010 2011 2012 2013 2014 2015 2016 2017 2018 2019 2020 2021

1     324.774,33     464.345,80     179.210,76  NaN  NaN  NaN     458.609,09     388.318,24     457.341,78     526.239,00     482.262,65 687.264,52

2     287.851,66     372.337,58     380.934,87     692.316,35     623.983,05  NaN     355.391,64     424.136,95     468.640,16     569.535,89     521.199,64 558.950,13

3     255.448,07     312.539,63     336.757,58 263.070,23    278.861,68    NaN     346.974,25     335.542,95     335.294,54 NaN     480.991,45 663.711,26

4     270.447,90     389.353,56     352.702,86 308.950,36    304.074,38    NaN     356.024,87     402.287,66     472.876,63 518.565,73        161.614,16 974.688,23

5     308.042,22     330.190,24     404.440,25 343.625,39    330.730,93    796.392,39        404.294,90     380.161,85     425.299,56 546.038,09          67.235,40 515.333,88

6     295.901,57     365.029,65     361.310,65 357.895,08    315.003,70    252.060,52        240.573,82     382.228,69     389.897,85 572.639,19        331.041,36 718.284,99

7     326.064,00     348.867,32     336.936,02 352.535,58    323.606,89    224.504,65        326.872,95     423.729,09     470.170,32 579.695,77        464.941,94 681.692,47

8     365.904,76     359.982,33     372.420,14 377.215,40    333.567,14    238.883,42        330.302,02  3.035.996,80     425.064,95 518.832,80        537.712,98 573.245,53

9     295.425,82     333.713,02     376.478,63 289.678,74    313.903,97    91.632,94          361.700,51     429.175,71     425.004,51 632.470,13        631.608,48 682.070,39

10     333.801,52     465.084,63     364.017,53 420.251,84    336.164,79    287.326,12        377.501,27 -2.092.561,35     431.376,09 559.728,86        644.985,83 716.718,83

11     371.729,34     442.117,79     368.524,21 406.881,35    386.017,34    265.540,18        368.748,69     438.002,00     414.146,66 205.501,62        870.233,46 672.568,80

12 414.046,87    500.156,26    368.524,21    434.868,38    380.886,83    262.204,70        455.847,10     604.315,53     499.031,95 690.900,60        648.137,50 529.333,59

Total 3.849.438,06 4.683.717,81 4.202.257,71 4.247.288,70 3.926.800,70 2.418.544,92 4.382.841,11 5.151.334,12 5.214.145,00 5.920.147,68 5.841.964,85 7.973.862,62  
Fonte: Elaborado pela Autora (2023) com os dados do Balancete da Receita (SÃO LUÍS-MA, 2021b). 

Para dirimir a questão de ausência dos dados não foram utilizadas técnicas complexas 

(como imputação de dados), mas apenas pesquisas nas bases de dados originais. Isto, pelo fato 

deste estudo possuir uma legislação que prescreve suas regras, como exemplo dos índices 

econômicos, os quais, no período entre publicações, o valor vigente é o índice anterior. Logo, 

na ausência em um período, basta repetir o anterior. E no caso das receitas, tendo como 

arquétipo a Tabela 5, todas as receitas dos períodos com ausência de dados e outlier foram 

reavaliadas, um reajuste do Dataset, já que se adotaram os valores dos repasses que deveriam 

ter ocorrido no mês de sua publicação. Formatar dados

a reindexação do conjunto e os dados incluídos foram formatados à proporção que estavam 

sendo alterados e/ou incluídos. Após os ajustes o dataset ficou com 906 observações 

distribuídas conforme listado na Tabela 6. 

Tabela 6 - Distribuição das 906 observações por receita após ajustes da fase de pré-processamento 

 
Fonte: Elaborado pela Autora (2023), adaptado do APÊNDICE E. 

Considerando o plano de projeto inicial (Figura 3), esta atividade visou responder a 

e 3 objetivos específicos, outrora 

delineados, na primeira iteração. Como o intuito perpassa pela identificação de um modelo 

causal21 (ACKERMANN e SELLITTO, 2022), foram escolhidos e testados modelos de AM 

 
21 utilizado na Administração para previsão de demandas, por ser um método matemático que permite controlar o erro, contam com variáveis 

- -
 (ACKERMANN e SELLITTO, 2022, p. 87)). 
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para seleção das variáveis com abordagem embutida. Assim, os três Ensembles: 

RandomForestRegressor, GradientBoostingRegressor e XGBRegressor, os dois primeiros do 

módulo sklearn.ensemble (PEDREGOSA, VAROQUAUX, et al., 2011) e o terceiro do 

XGBoost (XGBOOST DOCUMENTATION, 2021; WADE, 2020), foram aplicados 

individualmente para ulterior comparação dos seus resultados com o modelo combinados. O 

Dataset 

dados em um laço, devidamente escalonados e normalizados, dividindo-os em treino e teste, 

conforme a Tabela 7, sendo armazenadas as features que alcançassem importância superior a 

0,005. Utilizou-se a função train_test_split do módulo sklearn.model_selection, com 

argumento 'shuffle' como 'False' para não misturar os dados, pois trata-se de série temporal cuja 

dependência da ordem das observações podem interferir nas tendências e/ou ciclos dela 

(GÉRON, 2021, p. 71; CHOLLET, 2021, p. 146; KORSTANJE, 2021, p. 31; RAFFERTY, 

2021, p. 17). 

Tabela 7 - Quantidade de observações por subconjunto das receitas e divisão nos métodos 

 
Fonte: Elaborado pela Autora (2023). 

Já o modelo combinado (Figura 4), utilizado para comparação com os anteriores, teve 

como proposta a adaptação do modelo de seleção de feature importance de Pan He e outros 

autores (2014) para as previsões de anuncios do Facebook, cujos atributos são submetidos a um 

laço crescente, iniciando a partir de dois atributos e incrementando o conjunto sequencialmente, 

conforme esquema da Figura 4 (HE, PAN, et al., 2014). Deste modo, o ponto de partida foi do 

tipo outward (BARANAUSKAS e MONARD, 1999). Com uma abordagem híbrida, o primeiro 

laço utilizou uma estratégia de filtro com a técnica de ranqueamento de atributos, com a 

intenção de avaliar a quantidade fixa de features k

de parada foi exaustivo (ALMEIDA, 2018, p. 38; BRUCE e BRUCE, 2019, p. 190). 

k Figura 4), para atingir o objetivo, utilizou-se 

a combinação de cinco algoritmos, denominados de seletores: KBest, LinearRegression, Ridge, 

Lasso e RandomForestRegressor (PEDREGOSA, VAROQUAUX, et al., 2007). Tal 

combinação fez uma permutação com os algoritmos alcunhados de ensembles: 

RandomForestRegressor, XGBRegressor e GradientBoostingRegressor. Ao realizar o 
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treinamento, naturalmente as features ganham coeficientes que já são elegíveis para classificar 

a importância de cada uma delas. Aproveitando o ensejo, extrai-se do modelo as melhores 

features com auxílio do pacote Feature Selection da biblioteca sklearn (PEDREGOSA, 

VAROQUAUX, et al., 2007). No afã de evidenciar a eficiência na escolha do número de 

atributos, adicionou-se ao código múltiplos modelos em combinações cruzadas com 

quantidades diferentes de features (Figura 4). Todos os dados resultantes são armazenados em 

um DataFrame em que se pode fazer comparações da quantidade de melhores features em cada 

modelo com suas métricas de teste. 

Figura 4 - Esquema do algoritmo do modelo combinado 

 
Fonte: Elaborado pela Autora (2023). 

A intenção da combinação de modelos da Figura 4 não foi obter o menor valor da 

métrica, mas o que conseguir ter uma estabilidade de menores erros em cada subconjunto dos 

 (HE, PAN, et al., 2014, p. 7; DUBOUE, 2020, p. 13). Diferente do 

método referenciado22, foram estipulados outros critérios pautados na verificação das seguintes 

etapas, com o mesmo procedimento de subconjunto por rótulo: 

 
22 Pan He e outros autores (2014) tinham como proposta algoritmos de classificação e este estudo trata de regressão por isso adaptações foram 
feitas, mescladas com os critérios da listagem. 
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1) Separam-se as vinte menores métricas pelo Root Mean Squared Error, em português 

raiz quadrática média (RMSE) e o R-square, traduzido por R-quadrado (R2) (BRUCE 

e BRUCE, 2019, p. 190); 

2) Plota-se um gráfico de todos os resultados excluindo-se os seletores que tiverem 

maiores variância ou outliers extremos;  

3) Retira-se os outliers com o Método de Tukey, no intuito de obter uma região que 

possua uma certa estabilidade, ou seja, que não esteja vizinha de outliers; 

4) Escolhe o menor RMSE, mediano das quatro melhores features escolhidas; 

5) Extrai-se a lista dos atributos escolhidos para aplicar nos modelos de treinamento. 

4.4 QUARTA FASE DE MODELAGEM 

Nesta primeira iteração, registra-se que a técnica de modelagem selecionada foi de 

regressão em séries temporais multivariadas e univariadas. Por se tratar de séries temporais 

multivariadas, os algoritmos de LSTM e GRU foram testado com o método de janela deslizante 

(sliding window, tradução livre), utilizado por vários autores ( (LAKSHMANAN, ROBINSON 

e MUNN, 2021; PAVLYUK, 2020; NIELSEN, 2020; BROWNLEE, 2020; 2019; 2017). 

Segundo Jason Brownlee (2020, p. 16), janela deslizante (...) em estatísticas e análise 

de séries temporais, isso é chamado de método lag ou lag. O número de passos de tempo 

anteriores é chamado de largura da janela ou tamanho do atraso...."(tradução nossa)23. Como o 

foco é trabalhar com séries multivariadas, Tsay (2014, p. 1) ensina que  

A análise de séries temporais multivariadas considera simultaneamente múltiplas 
séries temporais. É um ramo da análise estatística multivariada, mas lida 
especificamente com dados dependentes. É, em geral, muito mais complicada do que 
a análise de séries temporais univariadas, especialmente quando o número de séries 
consideradas é grande ... (TSAY, 2014, p. 1) (tradução nossa)24. 
  

Quanto a etapa de Geração do Projeto de Teste dividiu-se os conjuntos de dados na 

proporção de 11 anos (132 meses) para treino e 1 ano (12 meses) para teste, isto porque cada 

subconjunto já possui poucas observações (ver Tabela 6), mesmo esperado um aumento de 7 

vezes, continua pequeno (GÉRON, 2021, p. 26; KORSTANJE, 2021, p. 30), utilizando a função 

train_test_split do módulo sklearn.model_selection, com argumento 'shuffle' como 'False' para 

não misturar os dados, pois trata-se de série temporal cuja dependência da ordem das 

 
23 Original: "(...) In statistics and time series analysis, this is called a lag or lag method. The number of previous time steps is called the window 
width or size of the lag....". 
24 Original: "Multivariate time series analysis considers simultaneously multiple time series. It is a branch of multivariate statistical analysis 
but deals specifically with dependent data. It is, in general, much more complicated than the univariate time series analysis, especially when 
the number of series considered is large" 
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observações podem interferir nas tendências e/ou ciclos dela (GÉRON, 2021, p. 71; CHOLLET, 

2021, p. 146; KORSTANJE, 2021, p. 31; RAFFERTY, 2021, p. 17). 

Na Modelo de construção , a intensão era seguir as orientações de Plotnikova, 

Dumas e Milani, (2021, p. 8), quanto a pretensão de executar uma multimodelagem, para 

apresentar um conjunto de resultados de vários modelos e horizontes temporais, mas não foi 

possível para esta primeira iteração. Assim, empregou-se os modelos mais simples para obter 

algum resultado inicial, sem ajustes de parâmetros neste momento. 

Neste sentido, elencam-se no Quadro 5 os modelos que incialmente foram escolhidos, 

dentre os métodos estatísticos e os de AM que deveriam ter sido utilizados e os sugeridos por 

Carmo, Boldt e Komati (2019), pode-se cogitar a utilização de combinações híbridras em outras 

iterações. Como nem todos foram implementados, a produção de uma baseline25 para subsidiar 

as análises entre as Capitais ficou comprometida, principalmente que pelo fato dos algorítmos 

de aprendizagem profunda exigirem mais observações (GÉRON, 2021). Importante registrar 

que o modelo da SOF, equação [ 1 ] (p. 31), faria parte deste baseline, utilizando média móveis. 

Quadro 5  Listagem dos Modelos que foram planejados e executados na primeira iteração 

 
Fonte: Elaborado pela Autora (2023). 

Avaliação do modelo  cujo objetivo foi a obtenção dos 

melhores resultados dentre os experimentos provenientes dos modelos do Quadro 5 que foram 

executados. Buscou identifica a satisfaçam do critério de melhor de desempenho no teste com 

a projeção fornecida pelos modelos, no caso de São Luís, seria um modelo com máximo de 5% 

de divergência entre a projeção e o executado, mensurados pelas métricas de avaliação 

(PLOTNIKOVA, DUMAS e MILANI, 2021, p. 8). 

 
25 um modelo usado como ponto de referência para comparar o desempenho de outro modelo (normalmente mais complexo). Por exemplo, 
um modelo de regressão logística pode servir como uma boa linha de base para um modelo de Deep Learning. Para um problema específico, 
a linha de base ajuda os Cientistas de Dados a quantificar o desempenho mínimo esperado que um novo modelo deve alcançar para que o 
novo modelo seja útil. ( (DATA SCIENCE ACADEMY, 2022)). 
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4.5 QUINTA FASE DE AVALIAÇÃO 

Plotnikova, Dumas e Milani (2021) enfatizam que a fase de Avaliar resultados almeja 

pela confirmação do atendimento do(s) objetivo(s) do negócio por intermédio do modelo 

construído. Aproveitando o ensejo, os autores protestaram contra o CRISP-DM por não 

apresenta um roteiro de como deve ser esta validação de qualidade em cenários reais. Todavia 

os pesquisadores, assim como Duboue (2020, p. 12), definem duas etapas de validação 

simultâneas: uma técnica, ocorrendo na fase de Modelagem, e a outra, para esta fase, 

verificando a significância do modelo no ambiente de negócios (PLOTNIKOVA, DUMAS e 

MILANI, 2021, p. 8).  

Neste sentido, para a primeira avaliação, das comparações entre os modelos do Quadro 

5 e as combinações de conjuntos de dados serão utilizadas as métricas R2, erro absoluto médio, 

do inglês Mean Absolut Error (MAE), erro quadrático médio, no original Mean Squared Error 

(MSE) e RMSE do módulo do sklear.metrics (PEDREGOSA, VAROQUAUX, et al., 2011b).  

Sendo conveniente enfatizar que o R2 calcula a porcentagem da variância que os dados 

do modelo podem prever ou explicar a variável alvo, geralmente encontram-se no intervalo de 

0 e 1 (HARRISON, 2020, p. 209; BRUCE e BRUCE, 2019, p. 186). É importante registrar que, 

em modelos de regressão com múltiplas variáveis 

O R2 aumenta quando uma nova variável é adicionada ao modelo, entretanto o R2 
ajustado nem sempre aumentará, bem como poderá diminuir ou até ficar negativo. 
Para este último caso, Stock e Watson (2004) explicam que o R2 ajustado pode ficar 
negativo quando as variáveis explicativas, tomadas em conjunto, reduzirem a soma 
dos quadrados dos resíduos em um montante tão pequeno que esta redução não 
consiga compensar o fator (n-1)/(n-k) (FÁVERO e BELFIORE, 2017, p. 540) (grifo nosso). 

O MAE é o cálculo da média das distâncias entre os valores originais e previstos pelo 

modelo,  (HARRISON, 2020, 

p. 210), quanto menor melhor (HYNDMAN e ATHANASOPOULOS, 2018). 

Semelhantemente, o MSE é a diferença entre o valor original e o predito, fazendo uma média 

do erro das previsões ao quadrado, quanto mais próximo de 1, melhor a avaliação do modelo, 

sendo que erros maiores são penalizados por calcular a raiz quadrada ao final (HARRISON, 

2020, p. 210). Quando há diferenças de unidade do sinal original (DUBOUE, 2020, p. 12; 

HYNDMAN e ATHANASOPOULOS, 2018) indica-se o RMSE, principalmente para 

comparar modelos de regressão (BRUCE e BRUCE, 2019, p. 185). 

Pesquisadores indicam MAE e RMSE para comparar modelos que concedam uma 

avaliação de previsão concorrente (PETROPOULOS, APILETTI, et al., 2022, p. 726). 
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Portanto, escolhem-se mais de uma métrica por reconhecer que os impactos dos erros não são 

iguais (HARRISON, 2020, p. 210), ademais, alguns autores sugerem que não se deve  

26 ( 

(PLOTNIKOVA, DUMAS e MILANI, 2021, p. 8)). Caso haja ocorrência de todas as métricas 

27. 

Para a segunda validação, da significância no ambiente de negócios, a qual foi alcunhada 

por Duboue (2020, p. 12), em problemas de regressão, como métrica de utilidade, aplicou-se o 

teste estatístico não paramétrico de Friedman, uma vez que ele não depende de distribuição 

normal, muito menos de homogeneidade de variância  fazendo vários 

ranks para cada métrica com nível de significância de 0,05, Caso a hipótese nula (não haja 

diferença significativa nos ranks) seja rejeitada, seguir-se-á a indicação de Parmezan, Souza e 

Batista (2019, p. 323) utilizando teste post hoc de Nemenyi para comparar os resultados 

. A execução utilizará o pacote scikit-posthocs para Python 

(TERPILOWSKI, 2021), apresentando os resultado de forma tabular e com diagramas de 

diferença crítica . 

Por fim, as métricas discutidas antes tratam de médias e tentam resumir o 
comportamento do modelo em seu caso mais representativo. No entanto, isso não 
aborda a variância dos resultados. Este tópico é bem estudado no ML, onde falamos 
sobre o viés (aprender a coisa errada; erros devido às limitações do modelo) versus 
variância (aprender pontos dispersos; erros devido a amostragem finita de dados, pois 
amostras diferentes produzem modelos diferentes) (DOMINGOS, 2012 apud 
DUBOUE, 2020, p. 12).28 

A proposta da , em que se pretendia aplicar outro 

questionário às 8 Capitas com os membros do GT-8 da ABRASF com a finalidade de avaliar 

os resultados obtidos, principalmente o percentual que cada Município adota para evitar a 

publicação de um Decreto de Contingenciamento de despesas. Todavia, como não houve 

agenda compatível com os técnicos do GT-08 da ABRASF para apresentação dos resultados e 

verificação das métricas específicas para cada Capital, bem como solicitar a revisão das 

solicitações dos protocolos negados, aguarda-se a divulgação e disponibilização oficial pelos 

Municípios, conforme protocolos do Quadro 3. 

 
26Tradução livre, original:  ( (PLOTNIKOVA, DUMAS e 
MILANI, 2021, p. 8)). 
27 Princípio que dar preferência aos modelos mais simples para mais detalhe consultar Wazlawick (2021, p. 39). 
28 Tradução livre, original Finally, the metrics discussed before all deal with averages and try to summarize the behaviour of the model on 
its most representative case. Nevertheless, that does not address the variance of the results. This topic is well studied in ML, where we talk 
about the bias (learning the wrong thing; errors due to limitations of the model) versus variance (learning scattered points; errors due to finite 
data sampling and different samples produce different models) (DOMINGOS, 2012 apud (DUBOUE, 2020, p. 12)). 
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ficou vinculada ao princípio 

Exatidão ou Realismo Orçamentário o qual versa que as estimativas deverão 

ser consistentes, tão exatas quanto possível, respaldando-se nos arts. 7º, 16, 17 e 18 do Decreto-

Lei nº 200/67 (BRASIL, 1967; GONTIJO, GREGGIANIN e MENDES, s.d.). Corroborando 

para este entendimento combina-

compreendido em termos fiscais e contábeis, veiculando que não haja despesa sem receita para 

suportá-la, respaldado nos arts. 165 e 167 da CF (BRASIL, 1988). Em suma, o que importa é 

que a divergência entre orçado e executado seja mínima e ainda se faz imperativa a execução 

de novas iterações para avaliação dos demais modelos propostos. 

4.6 SEXTA FASE DE IMPLANTAÇÃO 

Para a fase de implantação, Plotnikova, Dumas e Milani (2021, p. 9-10) sugeriram a 

busca de indicadores de desempenho e visualizações mais simples com intuito de tornar o 

resultado compreensível para os gestores e técnicos. Assim, o Quadro 6 resume a etapa de 

Planejar a implantação , elabora-se um plano de preparação de implantação, sendo resumido 

como segue: 

Quadro 6 - Resumo comparativo da execução do plano inicial de implantação 

 
Fonte: Elaborado pela Autora (2023). 

Quanto às tarefas Plano de Monitoramento e Manutenção , Produzir relatório 

final  , nenhum dos artefatos foi produzido, pois foi planejado com a 

demonstração do Dashboard em funcionamento, em uma das reuniões do GT-08 da ABRASF, 

em que se aproveitaria o ensejo para aplicar um questionário de avaliação dos resultados obtidos 
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para cada Capital.  

Figura 5 - Painel de monitoramento de ingresso de recursos. 

 
Fonte: Elaborado pela Autora (2023). 

Contudo, ainda no período da qualificação, foi desenvolvido o painel da Figura 5 devido 

às ausências dos valores das receitas e inconsistência entre os totais publicados e os que 

ingressaram (ver APÊNDICE F e APÊNDICE G). O intuito foi de agilizar o monitoramento 

das publicações de repasses de transferências constitucionais (RTCs na Figura 5) com seus 

ingressos no Agente Financeiro, assim o painel da Figura 5 possui: 

1) Na faixa lateral esquerda, filtros de receita, de ano e mês financeiros;  

2) No retângulo superior, um título para identificar quais filtros foram selecionados; 

3) Abaixo do anterior, três cartões de resumo, dos valores depositados e os publicados, 

as diferenças totais de um ano com o seu antecessor, a do último mês e as quantidades 

de depósitos e sua previsão, seguido do percentual faltante; 

4) Ao lado dos filtros foi incluído um gráfico com os rótulos dos valores comparando 

os RTCs com o ingresso do recurso, mês a mês; 

5) E as outras tabelas listam os recursos por data e por semana. 
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5 RESULTADOS INICIAIS OBTIDOS COM OS DADOS DE SÃO LUIS 

Neste capítulo foram reunidos os resultados obtidos na primeira iteração, somente com 

os dados de São Luís, advindos da avaliação dos testes na escolha da seleção de variáveis, 

tabulando os resultados obtidos e as features escolhidas pela menor métrica, os resultados da 

modelagem com algoritmos de aprendizagem profunda e parte da implementação da API. 

5.1 PRIMEIRA ITEAÇÃO DA SELEÇÃO DE VARIÁVEIS 

O experimento inicial usou o dataset completo, com todas as variáveis, no horizonte 

trimestral, com o intuito de averiguar se o modelo conseguiria distinguir as que atenderiam aos 

efeitos preço e quantidade (BRASIL, 2000). Esta amostra utilizou os dados de janeiro de 2010 

a dezembro de 2021, com frequência mensal; valores nominais, testou-se os montantes em seus 

depósitos por competência das cotas oficiais e retirando-se todos os repasses extraordinários29, 

logo sem os principais causadores de outliers. 

Quadro 7 - Resultados das métricas da seleção das variáveis da Receita da CFEM de cotas oficiais 

 
Fonte: Elaborado pela Autora (2023). 

No Quadro 7 foi organizado o ranking das métricas da Receita da CFEM, tendo, em 1º 

lugar o Modelo Combinado com o seletor KBest aplicando as variáveis ao GradientBoosting, 

com configuração padrão, diferindo apenas na função de perda, 'huber'30, e o random_state que 

foi zero, o qual escolheu 38 (ver Quadro 7), com RMSE de 0,131, proporcionando um resultado 

 
29 Situação já explicada no item 4.2. 
30 Permite uma combinação do 'squared_error', 'absolute_error' ( (PEDREGOSA, VAROQUAUX, et al., 2011)). 
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satisfatório no conjunto de teste, conforme comparativo do Gráfico 4.  

Gráfico 4 - Comparativo dos valores das Predições x Originais da Receita da CFEM nos testes de cotas oficiais 

 
Fonte: Elaborado pela Autora (2023). 

Diferente da amostra com repasses extraordinários, testada inicialmente, especificando 

3 variáveis (Quadro 8), obtendo um RMSE de 0,199, também no Modelo Combinado, mas com 

seletor Ridge, identificou-se apenas variáveis de efeito quantidade (BRASIL, 2000), conforme 

Quadro 8. Ao aplicar o teste de Friedman31 nos resultados dos Quadro 7 e Quadro 8, a hipótese 

nula não foi rejeitada, logo, as métricas não possuem diferenças significativas entre os 

algoritmos 250). 

Quadro 8 - Resultados das métricas da seleção das variáveis da Receita da CFEM com repasses extraordinários 

 
Fonte: Elaborado pela Autora (2023). 

Dentre as posições do ranking do Quadro 7, registrou-se tanto atributos relacionados 

aos efeitos quantidade quanto preço (BRASIL, 2000). Sendo importante comentar que o efeito 

quantidade foi identificado pela 1ª variável dos dados com repasses extraordinários (Quadro 8), 

a CFEM_Mun , e nos dados das cotas oficiais ela ficou em 10ª posição (Quadro 7). Lembrando 

que a variável em questão corresponde a 60% do montante repassado ao Município Produtor, 

conforme prescreve a legislação vigente32 (BRASIL, 2017). As demais variáveis do conjunto 

seguem a cadeia produtiva, pois esta receita movimenta produtos e serviços e é comercializada 

em dólar, além de ser importada e exportada com produtos químicos e com forte influência na 

 
31 Usando o as bibliotecas scipy e scikit_posthocs, com resultado da estatística = 6.000 e p-value = 0,112. 
32 (BRASIL, 2017). 
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indústria. 

Quadro 9 - Resultados das métricas da seleção das variáveis da Receita do ICMS de cotas oficiais 

 
Fonte: Elaborado pela Autora (2023). 

Na amostra do ICMS, novamente o Modelo Combinado apresentou o melhor 

desempenho, tanto nos dados oficiais (Quadro 9) quanto nos extraordinários (Quadro 10), 

escolhendo 35 e 47 variáveis, respectivamente, ambos com o seletor KBest aplicado ao 

GradientBoosting33 e ao XGBoost34, respectivamente. As métricas do RMSE para o 

experimento das cotas oficiais foi de 0,255 (Quadro 9) e da inclusão dos repasses 

extraordinários foi de 0,211 (Quadro 10), o que nominalmente o último seria menor, mas na 

prática a indicação é utilizar somente valores oficiais para projeção. 

Gráfico 5 - Comparativo dos valores das Predições x Originais da Receita do ICMS nos testes de cotas oficiais 

 
Fonte: Elaborado pela Autora (2023). 

 
33 Treinado com as mesmas configurações da receita da CFEM, pois foi padronizado para todas as receitas. 
34 Treinado com as configurações padronizadas, diferindo no objetivo configurado para "reg:squarederror", indicando uma regressão linear, a 

max_depth  foi 10, que indica a profundidade dos nós da árvore, conjugado com  de 
subsample  0.6, controla a quantidade de observações nas etapas e seed  foi 42 

( (WADE, 2020)). 
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Do resultado dos dados de cotas oficiais (Quadro 9), o comparativo dos valores preditos 

com os executados da receita do ICMS foi promissor, mas ao final aumentou o erro, conforme 

Gráfico 5. Aplicando-se o teste de Friedman35, a hipótese nula também não foi rejeitada, logo, 

as métricas não possuem diferenças significativas entre os algoritmos 

CALVO e SANTAFÉ, 2016, p. 250). 

Quadro 10 - Resultados das métricas da seleção das variáveis da Receita do ICMS com repasses extraordinários 

 
Fonte: Elaborado pela Autora (2023). 

No que tange às variáveis de efeito preço e quantidade (BRASIL, 2000) foram 

reconhecidas nos dois datasets, as de preço foram:  e . Ambos, os 

modelos, selecionaram o ICMS_TOTAL , que é a mais relevantes36 e o , pois 

determinam a forma de cálculo desta transferência. 

Quadro 11 - Resultados das métricas da seleção das variáveis da Receita do IPI com repasses extraordinários 

Tipos de Seletores k Features RMSE MAE MSE R2
Ensemble

GradientBoosting 30 1,272 0,982 1,619 0,000 

RandomForest 8 1,122 0,874 1,260 0,000 

XGBoost 42 1,099 0,793 1,208 0,000 

Mod. Combinado

Lasso-GradientBoosting 7 0,872 0,674 0,760 0,286 

Featuares do Modelo Combinado Lasso-GradientBoosting:

 
Fonte: Elaborado pela Autora (2023). 

 
35 Apresentando comoo resultado da estatística = 5.400 e p-value = 0,145. 
36 Inciso "IV", do art. 158, da Constituição Federal (BRASIL, 1988st). 
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Considerando o ranking do Modelo Combinado, com seletor Lasso e GradientBoosting, 

para a receita de IPI, com repasses extraordinários, no Quadro 11, obteve-se o RMSE de 0,872 

referente à escolha de 7 variáveis. Já com os dados das cotas oficiais, elencados no Quadro 12, 

o modelo combinado Ridge e XGBoost obteve o menor RMSE, de 0,462, e MSE, de 0,214, mas 

com 55 variáveis. Neste último modelo, as features identificadas são tanto de quantidade quanto 

de preços ( , x , , G , e o que as 

dos dados com repasse extraordinário não identificaram, pois somente apresentaram efeito 

quantidade (BRASIL, 2000). 

Quadro 12 - Resultados das métricas da seleção das variáveis da Receita do IPI de cotas oficiais 

 
Fonte: Elaborado pela Autora (2023). 

Ao analisar o comparativo dos valores preditos com os realizados do Gráfico 6, não se 

obteve um bom resultado, mesmo com as métricas razoáveis, há um certo acompanhamento 

neste teste, mas com muitos atrasos e ao final apontou uma tendência de subida quando deveria 

ser de queda. O teste de Friedman37 novamente, não rejeitou a hipótese nula também, assim, as 

métricas não possuem diferenças significativas entre os algoritmos 

e SANTAFÉ, 2016, p. 250). 

 
37 Obtendo o resultado da estatística = 5.400 e p-value = 0,145. 
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Gráfico 6 - Comparativo dos valores das Predições x Originais da Receita do IPI nos testes de cotas oficiais 

 
Fonte: Elaborado pela Autora (2023). 

O Modelo Combinado Lasso com XGBoost mostrou melhor RMSE no Quadro 13, de 

0,889, com os dados das cotas oficiais da receita do FEP, e com os dos repasses extraordinários, 

no Quadro 14, obteve 0,621 com LinearRegression e XGBoost. Vale ressaltar que no conjunto 

dos repasses extraordinários houve um empate e o critério para escolher o Modelo Combinado, 

foi pelo seu maior R2. Contudo, o teste de Friedman38 confirma que não se rejeitou a hipótese 

nula, portanto, as métricas não possuem diferenças significativas entre os algoritmos 

. 

Quadro 13 - Resultados das métricas da seleção das variáveis da Receita do FEP de cotas oficiais 

 
Fonte: Elaborado pela Autora (2023). 

Em se tratando das variáveis selecionadas pelos dois datasets, estão compatíveis 

(Quadro 13 e Quadro 14), sendo que os repasses extraordinários elegeram como principal 

característica o , o qual faz a distribuição dos repasses aos Municípios, 

atendendo ao requisito do efeito quantidade, todavia, faltou para as cotas oficiais. Em ambas, 

 
38 Com resultado da estatística = 4.800 e p-value = 0,187. 
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foram selecionados o  e , além das variáveis de 

efeito preço,  e _Pred  (BRASIL, 2000). 

Gráfico 7 - Comparativo dos valores das Predições x Originais da Receita do FEP nos testes de cotas oficiais 

 
Fonte: Elaborado pela Autora (2023). 

Mesmo com um bom contexto de variáveis selecionadas, o comparativo do Gráfico 7, 

dos valores previstos e originais não acompanharam muito bem os movimentos dos repasses. 

Quadro 14 - Resultados das métricas da seleção das variáveis da Receita do FEP com repasses extraordinários 

 
Fonte: Elaborado pela Autora (2023). 

No FPM, as métricas do RMSE ficaram bem próximas, os repasses extraordinários, 

conforme Quadro 16, foram o menor, 0,534, e os das cotas oficiais alcançaram 0,578 registrado 

no Quadro 15. O algoritmo, nos dois conjuntos de dados, foi o mesmo: a combinação com do 

Ridge com GradientBoosting. Diante de tal mensuração, o teste de Friedman39 também não 

rejeitou a hipótese nula, indicando que as métricas não possuem diferenças significativas entre 

os algoritmos . 

 
39 Apresentou resultado da estatística = 6.000 e p-value = 0,112. 
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Quadro 15 - Resultados das métricas da seleção das variáveis da Receita do FPM de cotas oficiais 

 
Fonte: Elaborado pela Autora (2023). 

A quantidade de variáveis baixou em seis unidades, identificada na ausência do 

 nas cotas oficiais (Quadro 15), mas a sua presença nos repasses 

extraordinários como redutora, requer uma reavaliação. Em ambos, observa-se a presença dos 

dois efeitos: quantidade e preço (BRASIL, 2000). 

Quadro 16 - Resultados das métricas da seleção das variáveis da Receita do FPM com repasses extraordinários 

 
Fonte: Elaborado pela Autora (2023). 

Analisando o comparativo do Gráfico 8, percebe-se que a performance não foi tão boa, 

mas as predições acompanharam alguns picos e em outros períodos ficou atrasada, e no final 

ficou bem distante. 
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Gráfico 8 - Comparativo dos valores das Predições x Originais da Receita do FPM nos testes de cotas oficiais 

 
Fonte: Elaborado pela Autora (2023). 

O Modelo Combinado foi o que obteve menor RMSE nos dois datasets para a receita 

de IPVA, de acordo com o Quadro 17, ele alcançou 0,463 para as cotas oficiais e 0,499 para os 

repasses extraordinários, conforme Quadro 18. O primeiro caso foi selecionado por Lasso 

aplicando XGBoost, e no segundo, pelo RandomForest com o GradientBoosting. Mesmo com 

esta melhora na métrica, o teste de Friedman40 não rejeitou a hipótese nula, indicando que as 

métricas não possuem diferenças significativas entre os algoritmos 

e SANTAFÉ, 2016, p. 250). 

Quadro 17 - Resultados das métricas da seleção das variáveis da Receita do IPVA de cotas oficiais 

Tipos de Seletores k Features RMSE MAE MSE R2

Ensemble

GradientBoosting 4 0,550 0,330 0,303 0,643 

RandomForest 5 0,501 0,345 0,251 0,704 

XGBoost 25 0,693 0,472 0,480 0,435 

Mod, Combinado

Lasso-XGBoost 20 0,463 0,319 0,214 0,748 

Featuares do Mod, Combinado Lasso-XGBoost:

PrcInvRndPrCpMn0,01 SalarioMinimo 0,00 x_3 0,00 ICMS_DvAtT rb -0,00 

x_2 -0,00 Importacao -0,00 ICMS_SIMP_NACIO 0,00 ICMS 0,00

INPC 0,00 Exportacao -0,00 ST _INTERNO -0,00 DolarComercial 0,00

Tx_SELIC_Perd -0,00 IBC_Br -0,00 ST _EXT ERNO 0,00 x_1 -0,00 

ResvInternac 0,00 IGPM -0,00 ICMS_TOTAL 0,00 IPVA 0,00  
Fonte: Elaborado pela Autora (2023). 

Destacam-se, no ranking dos repasses extraordinários que a 1ª posição ficou com o 

IPVA  (80,63%) e a 2ª para o  (7,35%). Contudo, este último é o que define o 

repasse, pois 50% da arrecadação41 dos veículos emplacados no Município retornam para ele 

(BRASIL, 1988). Já no das cotas oficiais a 1ª variável ficou bem abaixo das demais, mas com 

menos variáveis alcançou uma melhora, e ambas registraram efeitos preço e quantidade 

 
40 Apresentou resultado da estatística = 5.400 e p-value = 0,145. 
41 Inciso , do art. 158, da Constituição Federal. 
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(BRASIL, 2000). 

Quadro 18 - Resultados das métricas da seleção das variáveis da Receita do IPVA com repasses extraordinários 

 
Fonte: Elaborado pela Autora (2023). 

No que se refere ao comparativo dos valores previstos com o teste nos originais, o 

Gráfico 9 demonstra que o modelo acompanhou a movimentação dos depósitos. 

Gráfico 9 - Comparativo dos valores das Predições x Originais da Receita do IPVA nos testes de cotas oficiais 

 

Fonte: Elaborado pela Autora (2023). 

Vale ressaltar que foram obtidos valores negativos para o R2, os quais foram mantidos 

no código apenas para efeitos de escolha do melhor modelo, uma vez que a literatura indica que 

tal ocorrência é possível quando as variáveis explicativas têm pouco efeito sobre a variável 

independente, ou melhor, o modelo foi pior que um valor médio (FÁVERO e BELFIORE, 

2017, p. 540). Assim, optou-se por seguir o mesmo procedimento que o Softwares Minitab 

orienta: substituir o valor negativo por ZERO, pois entende-se que seria um indicativo de um 

modelo sobreajustado (MINITAB, 07 maio 2019). 
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Ademais, a Análise de Componentes Principais, em língua materna Principal 

Component Analysis (PCA) foi aplicado apenas para avaliar se a redução de dimensionalidade 

poderia ser uma alternativa, contudo, ela criou, em média, 20 componentes para explicar 95% 

dos subconjuntos das receitas, mas selecionou variáveis similares para a maioria das receitas 

com métricas diferentes. Tais variáveis diferiram das indicações de estudos econométricos, por 

este motivo não foram incluídas nas comparações. 

5.2 PRIMEIRA ITEAÇÃO DA MODELAGEM DOS MODELOS 

Tratando-se da modelagem dos algoritmos de aprendizagem profunda, do Quadro 5 

foram treinados, com a biblioteca Keras42, os modelos de Rede Neural Convolucional, tradução 

de Convolutional Neural Network (CNN), GRU, LSTM simples e complexa, e RNN simples e 

complexa. A arquitetura de todas as redes foram as mais básicas para esta primeira iteração. 

Todos os modelos codificados utilizaram parâmetros de treinamento iguais, a técnica de Slide 

Windows com time step de 2 e lookback de 12, número máximo de épocas foi de 100, mas 

aplicou-se Checkpoint para salvar a cada melhor desempenho no treinamento (função CalBack 

do pacote Keras). Sendo importante registar que antes de fazer a predição o melhor modelo é 

resgatado e carregado para aplicar no conjunto de teste, padronizado para o ano de 2022. A 

função de otimização foi a  com taxa de aprendizagem de 0,0001, exceto para RNN 

que foi de 0,01. A função de perda foi o MSE e foi incluída a métrica RMSE. 

A arquitetura da CNN foi treinada com uma camada Conv1D, seguida por outra camada 

Flatten e duas Dense. A camada convolucional, Conv1D, teve 64 mapas de filtros e kernel de 

tamanho 2. Na sequência, incluiu-se uma camada Flatten, seguida de uma Dense com saída de 

8 vias e função de ativação Rectified Linear Unit ou unidade linear retificada (ReLU) para 

reduzir os mapas de recursos em um único vetor unidimensional. Por fim, utilizou outra camada 

Dense com quantidade configurável de vias de saída para o horizonte temporal que estiver 

sendo treinado (GÉRON, 2021, p. 402-403; BROWNLEE, 2019, p. 90). 

Tanto a arquitetura de rede neural recorrente LSTM simples quanto a complexa foram 

bem parecidas, diferindo apenas na quantidade de camadas. A LSTM simples utilizou duas 

camadas LSTM, ambas com a função de ativação ReLU, sendo a primeira com 64 unidades 

LSTM na camada oculta e a segunda com 32, seguida de uma de Dropout com taxa de 0,2, 

finalizando com uma Dense com quantidade configurável de vias de saída para o horizonte 

 
42 https://keras.io/. 
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temporal que estiver sendo treinado (BROWNLEE, 2019, p. 128). A complexa só duplicou as 

camadas de LSTM e antes da de Dropout, foi incluída uma Dense de 8 vias com função de 

ativação ReLU. 

A GRU usou uma camada de entrada possuindo 64 unidades GRU na camada oculta, 

seguida de uma camada Dense de 8 vias com função de ativação ReLU, finalizando com outra 

Dense com quantidade configurável de vias de saída para o horizonte temporal que estiver 

sendo treinado (GÉRON, 2021, p. 402). 

Por fim, a RNN simples utilizou uma camada de 64 unidades RNN na camada oculta, 

com função de ativação softmax. Na sequência, incluiu-se uma camada Flatten, finalizando 

com outra Dense com quantidade configurável de vias de saída para o horizonte temporal que 

estiver sendo treinado. E a RNN complexa inclui-se mais uma camada de 64 unidades RNN na 

camada oculta e outra camada Dense de 8 vias com função de ativação ReLU (GÉRON, 2021, 

p. 402). 

Antes de relatar os resultados da modelagem, é necessário lembrar que a meta de 

diferença de São Luís seria de 5%, mas para todos os efeitos da legislação (BRASIL, 2000), 

neste estudo estão sendo testados apenas os efeitos preço e quantidade. 

Quadro 19 - Resultado do treinamento dos algoritmos de AM para a CFEM 

 
Fonte: Elaborado pela Autora (2023). 

Passando-se a discorrer sobre os resultados, registra-se que o subconjunto da receita da 

CFEM AFETADOS não foi submetida à modelagem por ter uma quantidade inferior a 100 

observações. Portanto, inicia-se o relato com a receita da CFEM, para a qual foram filtradas as 

38 variáveis elencadas no Quadro 7, sendo este subconjunto aplicado aos algoritmos 

anteriormente citados cujos resultados foram tabulados no Quadro 19. A RNN complexa foi a 

que apresentou menor RMSE e MSE, em 29 épocas (a menor quantidade), num treino de 2,4 

minutos, produzindo uma previsão bimestral de R$ 29.642,54, com R$ 14.062,86 para janeiro 

e R$ 15.579,68 para fevereiro. Em termos de tempo de execução a melhor foi a CNN com 0,7 
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minutos, seguida da GRU com 2,33 minutos, mas conforme Tabela 8 suas predições não foram 

boas. 

Tabela 8 - Diferenças entre Valores preditos e realizados dos treinos para a CFEM 

 
Fonte: Elaborado pela Autora (2023). 

Comparando-se os valores realizados no primeiro bimestre de 2022, cujos depósitos 

totalizaram R$ 29.764,08, sendo que o realizado em janeiro foi R$ 14.208,74 e em fevereiro 

R$ 15.555,34, obteve-se uma diferença de R$ 121,54 a menor que o realizado com a RNN 

complexa. Mesmo fazendo a subtração entre o valor predito e o realizado para todos os 

algoritmos, a menor diferença no bimestre, em valores absolutos, continua sendo da RNN 

complexa, cujo valor ficou menor que a média entre todas as diferenças e atingiu um percentual 

de 0,86% superando a meta de 5% de diferença, conforme registrado na Tabela 8. Ao aplicar o 

teste de Friedman na receita da CFEM a hipótese nula não foi rejeitada, não havendo diferenças 

significativas entre os modelos . 

Quadro 20 - Resultado do treinamento dos algoritmos de AM para o ICMS 

 
Fonte: Elaborado pela Autora (2023). 

Com a receita de ICMS, separando-se as 35 variáveis do Quadro 9, com as cotas oficiais, 

destacou o melhor desempenho do RMSE (0,3936) para a CNN em 88 épocas usando 1,38 

minutos para treino (o menor tempo), prevendo R$ 132.778.740,00 para o primeiro bimestre de 

2022, com R$ 67.869.236,00 para janeiro e R$ 64.909.236,00 para fevereiro. No Quadro 20, 

ainda foi possível verificar que a menor quantidade de épocas foi da RNN complexa com 9, 

seguida da LSTM complexa com 87, a qual obteve a melhor predição, conforme Tabela 9. 
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Tabela 9 - Diferenças entre Valores preditos e realizados dos treinos para o ICMS 

 
Fonte: Elaborado pela Autora (2023). 

Quando se faz a comparação dos valores executados da receita de ICMS cujo primeiro 

bimestre de 2022 somou R$ 123.951.913,65, com janeiro alcançando R$ 70.700.563,89 e 

fevereiro R$ 53.251.349,76, pela predição do modelo da CNN obteve-se uma diferença no 

bimestre, em valores absolutos, de R$ 8.826.826,35 a maior, bem acima da média das diferenças 

das previsões, um percentual de 7,12% acima da meta. E quando se mensuram as diferenças 

nas predições dos demais modelos, elencados na Tabela 9, a LSTM complexa fica com o melhor 

desempenho no bimestre, em valores absolutos, totalizando R$ 423.794,35 a maior que o 

realizado, muito abaixo que a média geral dos modelos e um percentual de 0,34% de diferença 

superando a meta. Mas a GRU fica com a melhor predição em fevereiro de 2022 e em janeiro 

a melhor predição é da LSTM simples, ver Tabela 9. O teste de Friedman na receita da ICMS 

não rejeitou a hipótese nula, não havendo diferenças significativas entre os modelos 

. 

Quadro 21 - Resultado do treinamento dos algoritmos de AM para o FEP 

 
Fonte: Elaborado pela Autora (2023). 

Para a receita do FEP, aplicando as 31 variáveis do Quadro 13, o modelo de melhor 

RMSE (1,4584) foi o da RNN complexa em 50 épocas treinada em 1,79 minutos, prevendo 

para o primeiro bimestre de 2022 R$ 1.782.923,75, resultado de R$ 901.232,06 do mês de 

janeiro mais R$ 881.691,69 de fevereiro, conforme o Quadro 21. Este último, ainda elenca o 

rank do menor tempo que foi da CNN e sua predição, ao comparar com o realizado foi melhor 

que a RNN complexa, conforme Tabela 10. 
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Tabela 10 - Diferenças entre Valores preditos e realizados dos treinos para o FEP 

 
Fonte: Elaborado pela Autora (2023). 

Ainda sobre os repasses do FEP, a comparação das predições com o realizado no 

primeiro bimestre de 2022 que foi de R$ 1.505.996,00, decorrência da soma do mês de janeiro 

R$ 719.937,71 e fevereiro R$ 786.058,29, produziram uma diferença, no bimestre, em valores 

absolutos, de R$ 276.927,75 a maior que o realizado com a RNN complexa, um percentual de 

diferença de 18,39%, muito acima da meta, conforme Tabela 10. Porém ao analisar por mês, a 

LSTM simples foi melhor em janeiro, pois teve uma diferença de R$ 818,41 a maior, em valores 

absolutos, um percentual de 0,11%, ínfimo em relação a meta. Em fevereiro, a menor diferença 

foi da GRU, R$ 36.959,60 a menor (4,70%), que no final do bimestre também obteve o melhor 

desempenho, em valores absolutos, de R$ 88.964,63, um percentual próximo da meta 5,91%, 

contudo foi o dobro da média, ver Tabela 10. Para a receita do FEP, o teste de Friedman também 

não rejeitou a hipótese nula, não havendo diferenças significativas entre os modelos 

. 

Quadro 22 - Resultado do treinamento dos algoritmos de AM para o FPM 

 
Fonte: Elaborado pela Autora (2023). 

A receita do FPM, selecionando as 20 variáveis das cotas oficiais do Quadro 15, 

apresentou como menor RMSE (0,832) com a RNN complexa, treinando em 15 épocas (a 

menor quantidade), durante 1,88 minutos, prevendo para o primeiro bimestre de 2022 o 

montante de R$ 114.083.460,00, resultado da soma de R$ 56.670.380,00 do mês de janeiro com 

R$ 57.413.080,00 de fevereiro, de acordo com o Quadro 22.  
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Tabela 11 - Diferenças entre Valores preditos e realizados dos treinos para o FPM 

 
Fonte: Elaborado pela Autora (2023). 

Calculando as diferenças entre os valores executados do FPM no primeiro bimestre de 

2022 que foi R$ 131.842.686,63, resultante da soma de R$ 56.972.497,00 do executado em 

janeiro com R$ 74.870.189,54 de fevereiro. Tal montante resultou em uma diferença de R$ 

17.759.226,63, no bimestre, melhor que a média, mas um percentual de 13,47% maior que a 

meta, ver Tabela 11. Contudo ao analisar as demais diferenças dos outros modelos na Tabela 

11, verificou-se que a LSTM simples fez a melhor predição para o bimestre com R$ 

15.378.486,63, 11,66% de diferença para o realizado e melhor que a média, contudo ainda fica 

acima da meta. Para a receita do FPM, o teste de Friedman também não rejeitou a hipótese nula, 

não havendo diferenças significativas entre os modelos 

SANTAFÉ, 2016, p. 250). 

Quadro 23 - Resultado do treinamento dos algoritmos de AM para o IPI 

 
Fonte: Elaborado pela Autora (2023). 

O IPI com um subconjunto de 55 variáveis das cotas oficiais do Quadro 12, elegeu o 

RMSE (0,3797) da RNN complexa treinada em 29 épocas durante 1,41 minutos, produzindo 

uma previsão para o primeiro bimestre de 2022 de R$ 1.342.971,82, resultantes da soma de R$ 

684.828,44 do mês de janeiro com R$ 658.143,38 de fevereiro. 
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Tabela 12 - Diferenças entre Valores preditos e realizados dos treinos para o IPI 

 
Fonte: Elaborado pela Autora (2023). 

A Tabela 12 listou os resultados das diferenças dos valores executados no primeiro 

bimestre de 2022 para a receita do IPI que foi de R$ 1.261.264,11, resultado da adição de R$ 

702.313,98 do mês de janeiro com R$ 558.950,13 de fevereiro. O algoritmo da RNN complexa, 

em valores absolutos, obteve uma diferença abaixo da média de R$ 81.707,71, um percentual 

de 6,48%, um pouco maior que a meta. Quando os demais modelos são analisados, a menor 

diferença que se encontrou foi na GRU com diferença bimestral de R$ 16.133,27 (valor 

absoluto) a maior que o realizado, ou seja, um percentual de 1,28% que supera a meta e a média 

dos modelos treinados (ver Tabela 12). Aplicando o teste de Friedman para a receita do IPI, 

este também não rejeitou a hipótese nula, não havendo diferenças significativas entre os 

modelos . 

Quadro 24 - Resultado do treinamento dos algoritmos de AM para o IPVA 

 
Fonte: Elaborado pela Autora (2023). 

O IPVA elegeu 20 variáveis listadas no Quadro 17 pelas cotas oficiais, as quais foram 

submetidas ao treinamento com os modelos do Quadro 24 e indicaram a RNN complexa como 

o melhor RMSE (0,2873), obtido em 96 épocas, em 3,40 minutos, produzindo uma previsão 

pra o primeiro bimestre de 2022 de R$ 6.575.690,75, resultantes da totalização de R$ 

2.600.249,25 de janeiro e R$ 3.975.441,50 de fevereiro. 
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Tabela 13 - Diferenças entre Valores preditos e realizados dos treinos para o IPVA 

 
Fonte: Elaborado pela Autora (2023). 

Finalizando o relato, a Tabela 13 elencou as diferenças dos montantes realizados no 

primeiro bimestre de 2022 para o IPVA que foi de R$ 17.279.739,31, decorrente da soma de 

R$ 5.833.637,06 do mês de janeiro com R$ 11.446.102,25 de fevereiro. O algoritmo da RNN 

complexa, com menor RMSE, alcançou uma diferença de R$ 10.704.048,56, um percentual de 

61,95% que foi maior que a média e a meta. O referido modelo teve suas predições de janeiro 

e fevereiro inferiores a RNN simples e a CNN cujos percentuais de diferenças ficam bem mais 

baixas que a média dos modelos. Assim, em valores absolutos, a CNN apresentou a menor 

diferença (R$ 6.032.126,56) com um percentual de 34,91%, conforme Tabela 13. Todavia, 

quando se aplicou o teste de Friedman para a receita do IPVA, este também não rejeitou a 

hipótese nula, não havendo diferenças significativas entre os modelos 

CALVO e SANTAFÉ, 2016, p. 250). 

Tabela 14 - Resumo das menores diferenças entre os valores previsto e realizados no primeiro bimestre de 2022 

 
Fonte: Elaborado pela Autora (2023). 

Diante do exposto, foi possível verificar que a RNN complexa, pelo critério da métrica 

do RMSE, foi o modelo que melhor performou entre as receitas, com exceção do ICMS em que 

a CNN foi a melhor. Todavia a menor diferença nos valores preditos para o primeiro bimestre 
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de 2022, em relação aos montantes realizados, foi diferente (LSTM complexa), resumido na 

Tabela 13. Sendo importante comentar sobre o desempenho do algoritmo na receita da CFEM, 

ao se analisar os percentuais de diferença para alcançar a meta (5%) da Tabela 13, foi um dos 

menores (0,86%) dentro do limite da meta, espelhando o resultado das features selecionados 

no Quadro 7 cujo RMSE refletiu nas previsões de teste com uma excelente aproximação. 

Contudo, há de se registrar que todos os parâmetros foram básicos, nenhum foi ajustado para 

melhorar as previsões ainda. 

5.3 PRIMEIRA ITEAÇÃO DA IMPLENTAÇÃO DA API 

No que tange a construção da API, ela é baseada em Representational State Transfer, 

em tradução livre, Transferência de Estado Representacional (REST), que de acordo com 

Higginbotham, (2022, p. 102; GÉRON, 2021, p. 65), consiste em um estilo de arquitetura para 

sistemas distribuídos evolutivos e escaláveis, baseada em do Hypertext Transfer Protocol, ou 

Protocolo de Transferência de Hipertexto, em português (HTTP). Sendo este termo cunhado 

por Roy Thomas Fielding43 (2000 apud HIGGINBOTHAM, 2022, p. 103), o qual discutiu e 

apresentou, em sua tese, como os recursos do HTTP, com suas regras padronizadas, contribui 

para o estabelecimento de restrições que originaram um acordo de flexibilidade e capacidade 

de evolução para tais sistemas, principalmente baseados e rede e web. 

A API foi desenvolvida em linguagem Python, utilizando a biblioteca Flask, tendo como 

base de dados independente a biblioteca SQLite. Tendo seu diagrama de entidade relacional 

representado na Figura 6. O intuito do banco é armazenar os resultados das avaliações dos 

algoritmos tanto da seleção de variáveis quanto das métricas dos modelos. Por isso, incluiu-se 

uma tabela Capital, para os dados do Município e seu Estado; uma para as Receitas; duas tabelas 

específicas para os treinos do Random Forest Rank , que registra as métricas 

dos resultados do treino dos algoritmos de seleção de variáveis que as armazena na tabela 

Features  ModelSaved  contendo 

os resultados dos modelos do Quadro 5. 

 

 
43 Para maiores detalhes consultar Roy Thomas -  (PhD 
diss., University of California, 2000), dispone: https://www.ics.uci.edu/~fielding/pubs/dissertation/top.htm.  
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Figura 6 - Diagrama de entidade relacional usado pela API 

 
Fonte: Elaborado pela Autora (2023). 

 

O sistema operacional vai ser Linux, inicialmente usando o Ubuntu, com uma versão 

mínima, bem como a versão do Miniconda44, pois a intenção foi fazer a implementação em 

ambientes de container. O código foi distribuído, inicialmente, em quatro arquivos:  

1) feature_selection.py features por Município 

e Receitas e gravação dos dados no SQLite; 

2) treinamento.py

Município e Receitas; 

3) functions_ML.py  

4)  que seria a API, com os comandos em Flask para integração com o banco, 

as mensagerias HTTP, integra os treinamentos e possui as rotas com retorno em 

formato JavaScript Object Notation, ou traduzindo, Notação de Objeto em Javascript 

(JSON). 

Nesta primeira iteração, apenas para teste, o dataset, padronizado em formato CSV, foi 

carregado para uma pasta, denominada de Dataset e quando o pedido HTTP do cliente é feito 

ocorre o reencaminhamento ao módulo , que identifica a requisição pelas rotas criadas 

no Flask, sendo o seu o retorno por JSON. As rotas implementadas estão elencadas no Quadro 

 
44 Para mais informações consultar a documentação disponível em: https://docs.conda.io/en/latest/miniconda.html.  
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25. 

Quadro 25 - Lista de rotas da API implementada para 

 
Fonte: Elaborado pela Autora (2023). 

Os modelos dos algoritmos seguiram uma estrutura de salvamento em arquivos, 

hierarquizados por pastas iniciando /

especificando o nome do E seguindo para especificação das receitas, 

, e nesta foi incluído o arquivo com o modelo para implementação. 

A documentação completa ainda não foi produzida, ficando para próximas iterações, 

para este momento elaborou-se apenas a versão mais simplória de uma API para testar os dados, 

muitas outras rotas precisam ser incluídas, bem como protocolos de segurança e acesso. 
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6 CONSIDERAÇÕES FINAIS 

Embora a proposta inicial visasse aplicar as mesmas técnicas expostas ao longo da 

dissertação nas 8 Capitais que responderam ao questionário do APÊNDICE A, com o intuito 

de testa a escolha das variáveis que atendessem as prerrogativas dos efeitos preço e quantidade 

da LRF, foi prejudicada, mas executou-se com os dados de São Luís. Atribui-se tal prejuízo, ao 

fato das séries históricas não estarem disponíveis nos portais da transparência da maioria das 

Capitais e as que tinham estavam muito despadronizadas, logo, requereria mais tempo para 

unificar o dataset. Por consequência, a implementação, não ocorreu em sua plenitude, pois era 

relevante que os cenários de identificação dos requisitos e dos dados das 8 Capitais fossem 

disponibilizados para responder a questão de pesquisa com maior abrangência. 

Todavia o estudo de caso com os dados de São Luís foi executado, e a proposta passou 

a ser a apresentação dos resultados preliminares da primeira iteração, usando a Metodologia 

CRISP-DM, com um breve relato da criação do dataset e os ajuste básicos, focando na análise 

da seleção de features. Deste modo cumprindo parcialmente com o seu objetivo principal, ao 

selecionar as variáveis mais relevantes para os efeitos quantidade e preço das receitas 

transferidas escolhidas. 

Nesse sentido, respondendo à , sobre a possibilidade de 

identificação dos efeitos preço e quantidade da LRF, utilizando métodos de AM, com 

possibilidade de respaldar as justificativas das peças orçamentárias, no que tange a utilização 

de metodologias. No tópico 5 foi demonstrado que é viável a identificação destas variáveis, e 

como esta é apenas uma primeira iteração, o importante foi deixar os algoritmos descobrirem a 

importância dos atributos para cada receita, submetendo-os ao conjunto completo o que levou 

a resultados promissores.  

, não foi possível responder com precisão que a 

predição das receitas deve considerar as variáveis pelo regime de competência trazendo-as para 

o períodos do fato gerador de cada receita transferida, uma vez que seria necessária a 

disponibilização dos dados por regime de competência e a tal situação depende de uma 

cooperação das Capitais. 

No que tange ao objetivo específico de identificação das variáveis que impactam na 

execução de cada receita foi alcançado. A elaboração de um comparativo dos modelos foi 

executada parcialmente, haja vista que foram modelados apenas os algoritmos de aprendizagem 
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profunda nesta primeira iteração, mas parte da API que viabilizará esta meta foi codificada. 

Quanto à disponibilização dos códigos para teste e uso em outras capitais com o intuito de 

disseminar IA e suas técnicas de AM ao setor público, pretende-se apresentar os resultados e 

viabilizar os códigos fonte que já estão no drive do Laboratório de Inteligência Computacional 

e Programação da UEMA. 

É importante registrar que a maior dificuldade se centrou na etapa de unificação do 

dataset pelo fato dos dados serem de diversas fontes com as mais variadas estruturas, além dos 

problemas físicos com hardwares, os quais atrasaram o cronograma. E a outra foi no pré-

processamento, na identificação da descontinuidade da sequência temporal, pois mesmo com 

os ajustes os valores encontrados não coincidiram com o total de registro dos repasses na 

publicação do Balancete das Receitas de São Luís. 

Vale registrar que, em relação aos dados de São Luís, a receita do IPVA, cujo repasse 

ocorre por 50% da arrecadação do imposto em cada Munícipio, o qual foi incluído no dataset 

pelo atributo  não alcançou relevância nos algoritmos de seleção de features. 

Voltando-se a exploração dos dados, verificou-se que os dados publicados não correspondiam 

ao montante particionado, induzindo a uma nova busca por outra fonte de dados que serão os 

dados abertos do Conselho Nacional de Política Fazendária. 

Durante o processo, observou-se que devido à quantidade de ajustes que foram feitos 

para que os dados mantivessem uma integridade temporal foi muito grande. Tais ajustes só 

foram possíveis devido a transparência do Governo Federal, especialmente no IPI, mas pouco 

eficiente para pesquisar a CFEM AFETADOS, sendo este o principal motivo de não ser inclusa 

neste relato. 

As ocorrências aqui relatadas, de divergências e ausências identificadas na série 

temporal do IPI foram comunicadas ao Gestor Municipal o qual notificou tanto o agente 

financeiro quanto o Governo do Estado do Maranhão. O fato foi de tal relevância que demandou 

a criação de um painel no Power BI Desktop para monitorar o evento. Assim, no exercício 

financeiro de 2022, foi identificado que em janeiro ocorreu novamente tais ausências de 

depósito, mas em 21 de junho os valores foram repassados ao erário público45. 

 
45 Consulta no Portal da Transparência, disponível em: https://www42.bb.com.br/portalbb/daf/beneficiarioList,802,4647, 
4652,0,1,1.bbx?cid=87121.  
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No ICMS também ocorreu, mas há uma nota no site da transparência do Estado do 

Maranhão, informando uma mudança do Coef_IPM  em que os valores foram recalculados. 

Todavia estes montantes ainda continuam muito confusos, pois não são compatíveis com o 

registro da Contabilidade da Capital. Já o IPVA, ao reavaliar a série temporal da feature 

 constatou-se que ela não tem representatividade no total repassado à Capital, tal 

fato também foi notificado ao Gestor Municipal. Diante do exposto, possivelmente, os dados 

não sejam tão representativos, sendo necessária a revisão das séries temporais do IPI, IPVA e 

ICMS, conforme orientações de Géron (2019). 

Nos resultados foi possível analisar o reflexo destes eventos, pois mesmo o Modelo 

Combinado obtendo a supremacia na métrica do RMSE, principalmente, no dataset dos 

repasses extraordinários, corroborando com o estado da arte que já consagra esta abordagem 

por melhorar a precisão das previsões (PETROPOULOS, APILETTI, et al., 2022, p. 737). Vale 

ressaltar que no comparativo dos dados com inclusão de repasses extraordinários foi possível 

identificar com clareza o efeito quantidade, mas o do preço não foi tão evidente nos resultados, 

aparecendo mais quando se testou apenas as cotas oficiais (BRASIL, 2000). Neste sentido, será 

necessário voltar à etapa de Pré-Processamento para reavaliar as séries temporais do dataset, 

testando a inclusão dos dados das outras capitais, para averiguar se ocorrem as mesmas 

situações. 

Diante do exposto, entende-se que boa parte dos objetivos foram atendidos, uma vez 

foi , sobre o uso dos 

períodos de competências, necessita de mais teste para encontrar evidências concretas, a API 

foi codificada para a seleção de variáveis e os códigos fontes estão disponíveis para 

disseminação. Ademais, por se tratar do relato da primeira iteração, o trabalho não está acabado, 

pois ainda serão produzidos outros artefatos para disseminação das técnicas de IA para o Setor 

Público. 

6.1 TRABALHOS FUTUROS 

Ao final desta primeira iteração, com a avaliação dos resultados, percebe-se que ainda 

há muita atividade para ser executada, bem como artefatos para serem desenvolvidos e 

disponibilizados. A principal, será a integração dos dados das demais Capitais para averiguar 

se as variáveis de efeito preço e quantidade serão selecionadas. Registrando que é esperado que 

nas receitas de transferência estadual as variáveis poderão ser diferentes, considerando os 

diferentes setores de produção de riqueza das Unidades da Federação. 
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Outra, crucial, será a finalização da API com a possibilidade de testar outras variáveis 

de forma dinâmica, bem como gerar os modelos de AM para gerar previsões, incrementando 

com a geração de múltiplos cenários interligados ao Relatório FOCUS do Banco Central de 

projeções de índices econômicos. Seria muito interessante testar a transformação das variáveis 

em variações do mês atual com o anterior ou mesmo com o mesmo mês no ano anterior. 

Com a finalização da API, a comparação dos modelos treinados com as variáveis para 

efeito preço e quantidade será de suma importância a comparação dos resultados dos modelos, 

tendo como baseline a fórmula da SOF, a equação [ 1 ] (p. 31), utilizando médias móveis, 

criando modelos em diferentes horizontes temporais. 

Como alternativa, para a seleção de variáveis, seria conveniente testar outras 

abordagens, como staking e voting, separando as variáveis por tipo de efeito (preço e 

quantidade) com a finalidade de ter as mais importantes para aplicar nos modelos de previsão 

de receita. Uma verificação que se pretende testar é o desempenho das bases de dados com 

valores deflacionados, aplicando o teste de Friedman para identificar se há diferenças 

significativas. 

Outro trabalho futuro interessante seria a aplicação de técnicas de Explainable AI, que 

encontra-se em voga na área de tecnologia, especialmente pela exigência da explicação e 

interpretação das predições e como foram obtidas, mas ainda não há um exigência legal 

direcionada ao orçamento público. 

Quanto ao efeito legislação que ficou fora do escopo deste estudo, requer um 

investimento maior, pois seria necessário o desenvolvimento de multiagentes, com 

processamento de linguagem natural, com uma ontologia para leitura dos textos da legislação 

tributária, aplicando técnicas para avaliar o impacto na previsão das receitas. Tal aplicação 

envolveria a construção de uma base de dados não relacionais, as NoSQL. 

6.2 LIMITAÇÕES DA PESQUISA 

O estudo de caso apresentou limitações importantes, no que se refere a quantidade de 

registro na base de dados, pois 12 anos renderam 144 meses, e uma boa parte das Capitais 

disponibiliza suas séries históricas a partir de 2015, tornando o quantitativo de observações 

ainda menor. A quantidade reduzida de observações dificulta a performance de modelos de 

aprendizagem profunda. 
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APÊNDICE A: QUESTIONÁRIO DE DISSERTAÇÃO DE MESTRADO APLICADO 

ÀS CAPITAIS DA ABRASF 
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APÊNDICE C: Relatório inicial de coleta de dados da primeira iteração com a Capital 

São Luís 

 
Trata o presente relatório d

Metodologia CRISP-DM da Previsão das Receitas Públicas. Todos os dados obtidos atendem 

aos ditames da Lei Nº 12.527, de 18 de novembro de 2011, Lei de acesso à informação no setor 

público brasileiro, já que elas estão disponíveis nos sites de Transparência de Entidades do setor 

público (BRASIL, 2011).  

 

FERRAMENTA 

Para a coleta e unificação do Dataset foi utilizado o software Power BI Desktop, 

versão: 2.96.901.0 64-bit, ferramenta gratuita da Microsoft. Incluindo os scripts em Python para 

algumas tabelas, mas todos incluídos na ferramenta. 

 

CONFIGURAÇÔES INCIAIS 

Para acessar a API dos dados abertos do Portal da Transparência do Governo Federal 

será necessário fazer um cadastro no sistema do Gov.br, autorizando uma chave de acesso 

(token), a qual é fornecida pelo e-mail cadastrado na conta, melhores esclarecimento no site46. 

Quadro 26- Lista de variáveis globais 

Denominação Tipo Descrição da variável global Tabelas dependentes 
Caminho Text Determina o caminho de um arquivo físico que por 

algum motivo não está sendo adquirido pela 
internet. 

 

MenorData Date Pode ser incluída manualmente ou por código, o 
qual verifica nas receitas das capitais a maior data 
entre as menores datas dos dados disponíveis. 

d_Calendario, 
f_Dolar_Comercial, 
f_SistNacPesqCustIndConstCivil 

DataAtual Text Calcula a data atual do sistema operacional 
MM-dd-yyyy . 

MaiorData, f_Dolar_Comercial, 
f_SistNacPesqCustIndConstCivil 

MaiorData Date Também pode ser determina a maior data, 
configurada para o dia 15 de dezembro do ano da 
variável DataAtual. Podendo ser alterada 
manualmente. 

d_Calendario, Mese_MenorAno 

VarPerCalendario Text Em formato de texto cria uma lista para as consultas 
das API do IBGE por Mês e Ano, utilizando a lista 

AnoMes
VarPerCalendario  

f_SistNacPesqCustIndConstCivil 

AnoMesAtual Text Pela data atual do sistema extrai ano e mês anterior 
ao atual para utilizar nas buscas nas APIs. 

VarPerCalendario, 
f_SistNacPesqCustIndConstCivil 

Fonte: Elaborado pela Autora (2023). 

 
46 Portal da Transparência. API de dados  Cadastro. Disponível em: https://www.portaldatransparencia.gov.br/api-de-dados/cadastrar-email. 
Acessado em 11 outubro de 2022. Um exemplo, na linguagem Python pode ser encontrado no Jupyter Notebook disponível em: 
https://colab.research.google.com/drive/1lRbpw9NfxiTrGTEcSuh4QNzX0hUjJV8c?usp=sharing#scrollTo=WII6A77Z2QMH.  
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Para as configurações iniciais foram criadas as variáveis globais que serão utilizadas 

em várias tabelas, por isso foram concentradas no grupo de configurações, sendo elas elencadas 

no Quadro 26. 

Figura 7 - Criação, ativação e instalação de bibliotecas no ambiente virtual  

 
 

Uma configuração muito importante a ser feita é a criação de um ambiente virtual para 

o Python, pois os web scraping e crawling foram executados com scripts dessa linguagem, uma 

Power Query estava sendo consumida muita memória, tornando 

o processo mais demorado. Neste sentido, sugere-se criar um ambiente virtual no prompt do 

Anaconda, denominado de , além de configurar o Power BI Desktop para utilizar 

este ambiente47, conforme Figura 7.  

Devem ser instaladas neste ambiente, inicialmente, os pacotes:  

 Jupyter  foi a IDE definida para utilização neste trabalho; 

  (versão 1.3.5), contém ferramentas de estruturas de dados; 

  (versão 1.21.6), o qual fornece um grupo de funções e operações para 

executar cálculos numéricos e é instalada junto com o pandas ; 

 matplotlib  (versão 3.2.2) um pacote para criação e manipulação de gráficos 

que também é instalado com o pandas ;  

 HTMLParser  (versão 0.0.2) faz a identificação de tags ou dados nos códigos 

HTML das páginas da internet; 

 html5lib  (versão 1.1) é uma biblioteca Python para análise de HTML; 

 request  (versão 2.27.1) é uma biblioteca para manipulação de HTTP para 

Python; 

 
47 Detalhes para instalação, criação e execução de ambientes virtuais no Power Bi Desktop consultar o site da Microsoft, disponível em:  
A questão das credenciais: https://learn.microsoft.com/pt-br/power-bi/connect-data/desktop-python-scripts. Acessado em 08 de outubro de 
2022. 
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 collections-extended  (versão 2.0.2) módulo que implementa tipos de dados de 

coleções para suporte aos que já estão embutidos no Python; 

 os  é o pacote que manipula arquivos do sistema operacional; 

 zipfile36  (versão 36-0.1.3) disponibiliza ferramentas para trabalhar com 

arquivos compactados; 

 openpyxl  (versão 3.0.10) é uma biblioteca para escrever e ler arquivos no 

formato Office Open XML e Excel2010; 

 beautifulsoup4  (versão 4.11.2) é um pacote que auxilia na manipulação dos 

códigos de HTML das páginas consultadas; 

 wget  (versão 3.2) para fazer download de dados de páginas da internet; 

 certifi  (versão 2022.9.24) possui uma coleção de certificados raiz do Mozilla 

para validar a confiabilidade dos certificados SSL; 

 urllib3  (versão 1.24.3) é uma biblioteca que possui recursos de cliente HTTP 

para conectar a um website e recuperar o conteúdo dele; 
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APÊNDICE E: Relatório de exploração de dados com o pandas profiling de São Luís

O presente relatório versa sobre a exploração dos dados do Dataset criado para o 

Município de São Luís, cujas variáveis estão elencadas no APÊNDICE D, utilizando o pacote 

pandas profiling Python, executado no Jupyter Notebook e salvo em um 

.

VISÃO GERAL

Iniciando com o resumo geral, listado no Quadro 29, o Dataset, em comento, possui 86 

variáveis com 928 observações, sem valores ausentes, com 1 variável do tipo data, 1 categórica 

e 84 numéricas.

Quadro 29 - Visão geral dos dados do Dataset pelo relatório do pandas profiling

Fonte: Relatório gerado pelo pacote pandas profiling (2023).

O pacote disponibiliza, ainda na visão geral, os principais alertas que encontrou, os quais 

foram relacionados no Quadro 30, no qual identificam-se 19 variáveis com percentuais 

pois fazem parte do cálculo do coeficiente da recita do FPM, sendo única para cada Capital, 

como o Dataset é apenas do Município de São Luís, foi classificada como alerta. As 2 variáveis 

utilizada como índice e a segunda é a variável alvo.
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Quadro 30 - Relação dos alertas do relatório de exploração dos dados do pandas profiling

Fonte: Relatório gerado pelo pacote pandas profiling (2023).

-se por eliminar as 

também foi suprimida, pois notou-se que São Luís não tem grande relevância para exportação. 

publicação atrasada, no Governo Federal (caso raro), devido ao período da Pandemia da 

COVID-19, quando voltaram as publicações normais já havia sido executada a 1ª iteração, a 

série histórica do Governo do Estado do Maranhão está com 3 anos de atraso e ainda não voltou 

até a elaboração deste relatório.
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ANALISANDO AS VARIÁVEIS

Ao se explorar as variáveis do Dataset, três estão intimamente interligadas: 

Data_Receit RECEITA .

Figura 12 obtém-se uma série temporal de 11 anos, com 928 observações, sem valores ausentes, 

100% distintas, tudo certo para um atributo que será o índice. Contudo, o histograma não 

apresenta uma uniformização na distribuição das datas.

Figura 12 - Variável "Data_Receita" quadro resumo das estatísticas e histograma

Fonte: Relatório gerado pelo pacote pandas profiling (2023).

Seguindo-se a exploração, verificou-se a distribuição e o quadro resumo do principal 

Na Figura 13, de imediato, a ausência de normalidade e os 

outlier são evidentes, a mediana e a média muito discrepantes.

Figura 13 - Variável " Realizado " quadro resumo das estatísticas e histograma

Fonte: Relatório gerado pelo pacote pandas profiling (2023).
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Mesmo observando os valores extremos, conforme Quadro 31, com os 5 maiores e os 

menores, não é possível avaliar as questões de outlier, pois as 928 observações são de todas as 

receitas de transferências constitucionais.

Quadro 31 - Valores extremos, entre 5 maiores e menores, da Variável "Realizado"

Fonte: Relatório gerado pelo pacote pandas profiling (2023).

Para dirimir tal situação, fez-se mister do auxílio da variável para 

investigá-la, uma vez que esta faz a identificação dos 10 subconjuntos, por intermédio de suas 

categorias, para os quais se pretende prever os valores do E de acordo com a 

Figura 14, consegue compreender, inicialmente, que os dados não estão com suas séries 

temporais consolidadas corretamente, pois todas as categorias deste atributo deveriam ter o 

mesmo número de observações 132. Sendo conveniente registrar a exceção da quantidade de 

observações das 3 últimas categorias, CFEM AFETADOS e as Emendas Constitucionais do 

FPM.

Figura 14 - Variável "RECEITA" quadro resumo das estatísticas e percentual de distribuição

Fonte: Relatório gerado pelo pacote pandas profiling (2023).
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APÊNDICE F: Comprovante do depósito de IPI no Agente Financeiro 

   
Tendo sido descoberto que havia divergências nas transferências do IPI-Exportação, foi 

encaminhado um memorando informando o fato e sugerindo a solicitação de explicações por 

parte do Agente Financeiro e ulteriormente envio de Ofício ao Governo do Estado do Maranhão 

para elucidar a ocorrência (ver ANEXOS A, B, C e D). Sendo importante registrar que os 

valores de anos anteriores, mencionados no APÊNDICE G, foram encaminhados à 

Procuradoria Geral do Município e à Controladoria Geral do Municípios para as devidas 

providências. Todavia os repasses ausentes referente ao exercício financeiro atual, dos dias 10 

de janeiro de 2022 (ANEXO C) e 10 de junho de 2022 (ANEXO D), especificado na Tabela 15 

e Tabela 16, baseados nos depósitos efetivados ao Governo do Estado do Maranhão pelo 

Federal dos meses de janeiro (ANEXO A) e de junho (ANEXO B), foram cobrado das referidas 

Entidades.  

Tabela 15 - Demonstrativo dos Cálculo do IP do dia 10/01/2022 

 
Fonte: Elaborado pela Autora (2023) com base nos depósitos dos ANEXOS A e D. 

Vale ressaltar que, da aludida tabela, foi cobrado o valor com o coeficiente do IPM de 

2021, mas o depósito foi efetivado com o de 2022, conforme consulta pública do ANEXO D, 

deixado a cargo do Município de São Luís os tramites legais para novas averiguações da 

diferença da Tabela 15. No ANEXO D é possível identificar os valores da Tabela 15 e Tabela 

16, nos dias 21 e 22 de junho, respectivamente. 

Tabela 16 - Demonstrativo dos Cálculo do IP do dia 10/06/2022 

 
Fonte: Elaborado pela Autora (2023) com base nos depósitos dos ANEXOS B e D. 
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APÊNDICE G: Relatório de limpeza dos dados de São Luís 

   
Norteando-se pelo Relatório de exploração dos dados do APÊNDICE E, o presente 

relatório tem o intuito de registrar as principais atividade executada na etapa de limpeza dos 

-DM. 

 

No Quadro 30 do APÊNDICE E foram elencados os atributos com elevado percentual 

de valores com ZEROS, ao investigar cada variável no APÊNDICE D: Relatório de descrição 

dos dados da primeira iteração com a Capital São Luís, inferiu-se que elas tratam da 

desagregação das exportações do Município, podendo ser removidas, haja vista que há uma 

) para o total das exportações, cuja série não possui valores 

 

Ajustando os valores constantes 

O apêndice em comento apesentou, no mesmo quadro, 3 valores como constantes: 

1) - FatorPopulacao uma constante com valor de "2.5"; 

2) - PercInversoRendaPerCapitaMun constante com valor de "3.704 ; 

3) - FatorInversoRendaPerCapitamunicipio outra constante com valor de "0.4"; 

Estes valores são utilizados no cálculo do coeficiente do FPM, o CIFPM, que somente 

é divulgado no final do ano, em meados de novembro para o exercício seguinte e o do IPM, 

publicado o provisório em julho e o definitivo até dezembro. Desta forma, inicialmente, pensou-

se em fazer uma transformação do coeficiente anterior com a multiplicação destas constantes, 

mas optou-se por retirá-los por enquanto, uma vez que a primeira iteração estão apenas os dados 

do Município de São Luís e foi elaborado para uma previsão trimestral. Contudo, quando da 

inclusão das demais capitais eles deverão permanecer para averiguar o comportamento. 

Ajustando a quantidade de registros das séries 

Logo no início do Relatório do APÊNDICE E, foi verificado que os subconjuntos das 

Receitas não estão com suas séries completas, pois as observações deveriam ter a mesma 
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quantidade. Para dirimir tal fato, foram construídos agrupamento por ano e mês para cada 

receita, como o exemplo da Tabela 17 cuja visualização dos valores ausente ficou mais 

evidente.  

Tabela 17 - Mensuração do IPI em uma pivot table com disposição anual, mês a mês da publicação contábil 

 
Fonte: Elaborado pela Autora (2023). 

Após uma pesquisa no portal da transparência do Governo Federal, os valores 

discrepantes ou intervalos faltantes foram identificados como segue: 

a) Em dezembro de 2011, foi registrado R$ 500.156,34, mas o valor bruto48 correto era 

R$ 407.310,73  49; 

b) Em janeiro de 2012, o valor de R$ 179.210,76 publicado no balancete deveria ser R$ 

184.612,98, pois janeiro e fevereiro foram pagos no mesmo dia de fevereiro49; 

c) Em fevereiro de 2012, o montante de R$ 380.934,87 também foi corrigido para R$ 

383.125,64 49; 

d) Em fevereiro de 2013, a importância de R$ 682.316,35 representa a soma dos meses 

de janeiro e fevereiro. Assim, os valores corretos foram: para janeiro de R$ 

411.150,22 e o de fevereiro R$ 277.901,61 49; 

e) Em fevereiro de 2014, o valor de R$ 623.983,05, apresentou a mesma situação. sendo 

substituídos: em janeiro por R$ 337.090,23 e fevereiro por R$ 285.388,80 49; 

f) Em maio de 2015, a importância de R$ 796.392,39, repete-se, desmembrando-se em 

janeiro com R$ 413.358,15, em fevereiro com R$ 232.871,93, em março com R$ 

228.423,18, em abril com R$ 239.245,73 e em maio com R$ 269.895,91. Neste caso, 

 
48 Trata-se do princípio do orçamento bruto, o qual recomenda o registro do ingresso das receitas sem deduções com seu valor total, prescrito 
no art. 6º da Lei nº 4.320, de 1964. 
49 Conforme legislação vigente, a receita deve ser registrada em seu valor bruto. Logo, o montante da divulgação do Demonstrativo de 
Distribuição da Arrecadação deve ser acrescido dos percentuais da legislação em cada ano do FUNDEB e o 1% do PASEP. Disponível em: 
https://www42.bb.com.br/portalbb/daf/beneficiario,802,4647,4652,0,1.bbx.  



   139 

 

diferente dos anteriores os valores publicados não conferem com o montante que 

ingressou em maio, ficando o mês de abril, sem indícios de ingresso de recursos49; 

g) Em setembro de 2015, o valor de R$ 91.632,94, não confere com o repasse divulgado 

de R$ 188.453,12; 

h) Em 2017, nos meses de agosto ocorreu o ingresso de R$ 2.092.561,35, o qual 

entende-se que foi algum tipo de erro, pois em outubro o mesmo valor foi estornado; 

i) Em março de 2019, também não foi possível encontrar registro de ingresso do 

repasse, mas foi colocado o valor divulgado, evitando a ausência de R$ 550.047,3349; 

j) Em abril de 2019, registrou-se R$ 518.565,73, contudo o divulgado foi de R$ 

557.644,28 49; 

k) Em novembro de 2019, a série histórica exibiu R$ 205.501,75, todavia o divulgado 

foi R$ 587.796,59 50; 

l) Em abril de 2020, o montante, no balancete é de R$ 161.614,16, contudo a publicação 

foi de R$ 431.650,04 50; 

m) Em maio de 2020, encontrou-se o valor de R$ 67.235,40, mas exposto foi de R$ 

430.382,25 50; 

n) Em junho de 2020, o total foi de R$ 331.041,36, porém o divulgado foi de R$ 

387.039,21 50; 

o) Em dezembro de 2020, a soma do mês foi de R$ 648.137,50, mas o valor publicado 

foi de R$ 833.366,43 50. 

Ao final dos ajustes a Tabela 17 foi substituída pela listagem da Tabela 18. 

Tabela 18  Ajuste da série temporal do IPI com disposição anual, mês a mês da publicação contábil 

 
Fonte: Elaborado pela Autora (2023). 

 
50 Ibi Id. 
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ANEXO A - Demonstrativo de distribuição da Arrecadação do Governo do Estado do Maranhão do mês de 
janeiro de 2022
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ANEXO B - Demonstrativo de Distribuição da Arrecadação do Governo do Estado do Maranhão do mês de 
junho de 2022 
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ANEXO C - Demonstrativo de Distribuição da Arrecadação do Governo Do Municipal de São Luís do mês de 
janeiro de 2022 
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ANEXO D - Demonstrativo de Distribuição da Arrecadação do Governo Do Municipal de São Luís do mês de
junho de 2022


